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Resumen

En este documento se presenta el trabajo completo desarrollado para el proyecto Cluster
CV2, con 5 capitulos de desarrollo divididos en: Descripcion del problema, Marco referencial,
Metodologia, Resultados y Conclusiones.

En el capitulo 1, se encuentra la contextualizacion basica, donde se describe claramente la
problematica a tratar, su justificacion y los objetivos del trabajo, asi mismos detalles
metodoldgicos como el tipo, delimitaciones, limitaciones y resultados o impacto esperado.

En el capitulo 2, se amplia los conceptos, usando referentes literarios y articulos tanto de
revistas especializadas como de resumen de conferencia, adicionalmente al final del capitulo de
encuentra la normativa local e internacional que enmarca el desarrollo del proyecto.

En el capitulo 3, se describe el desarrollo metodoldgico aplicado etapa a etapa, usando las
herramientas dispuestas en el marco referencial con el objeto lograr cada uno de los objetivos
propuestos.

En el capitulo 4, se describe cada uno de los resultados alcanzados, como los validados por
métricas de agrupamiento y su principal diferenciador de otros resultados. Por otro lado, se
aborda los abordajes con datos reales y los resultados encontrados en la prueba y error. Al final
del capitulo se encuentra una breve relacion de como estos han sido divulgados publicamente. En
el capitulo 5, se encuentra la concesion de resultados, algunas previamente publicadas y como se

lograria mejorar el abordaje.



Abstract

This document presents the complete work developed for the Cluster CV2 project, with 5
development chapters divided into: Description of the problem, Reference framework,
Methodology, Results and Conclusions.

In chapter 1, there is the basic contextualization, which clearly describes the problem to be
treated, its justification and the objectives of the work, as well as methodological details such as
the type, delimitations, limitations and results or expected impact.

In Chapter 2, the concepts are expanded, using literary references and articles from both
specialized journals and conference summary, additionally at the end of the chapter, it finds local
and international regulations that frame the development of the project.

Chapter 3 describes the methodological development applied step by step, using the tools set
out in the referential framework in order to achieve each of the proposed objectives.

In Chapter 4, each of the results achieved is described, such as those validated by grouping
metrics and their main differentiator from other results. On the other hand, the approaches with
real data and the results found in the trial and error are addressed. At the end of the chapter there
is a brief relationship of how these have been publicly disclosed. In chapter 5, there is the

granting of results, some previously published and how the approach would be improved.
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Introduccion

Un dato es basicamente cualquier tipo de informacion adquirible y cuantificable, como lo
son las medidas de un sensor, pixeles de una imagen, medidas de un radar, palabras de un texto,
tweets, puntos de GPS, medidas de temperatura, valores de prediccion en la bolsa de valores, etc.
Sin embargo, con el desarrollo tecnoldgico para la adquisicion de datos han aumentado
considerablemente la cantidad de informacion en las bases de datos, llevandonos a la era del Big
data, donde el analisis de datos va requiriendo de herramientas cada vez mas sofisticadas y de
aprendizaje automatico para la extraccion de informacidn relevante en los conjuntos de datos con
gran cantidad de dimensiones, superposicion de muestras o desconocimiento de los grupos de
muestras dentro del conjunto de datos (Davies, 2012).

En analisis de datos, el agrupamiento es considerado como la clasificacion no supervisada de
un conjunto de datos, donde a través de métricas o parametros, es posible identificar similaridad
o disimilaridad entre las muestras pertenecientes a un conjunto de datos (Jaimes, Castro, Torres,
Silva, & Braga, 2017). Un ejemplo practico del agrupamiento de datos ocurre en el diagnostico
de enfermedades, donde un grupo de personas presentan la misma enfermedad al tener
similaridad de sintomas entre ellas, y en el caso de que alguna persona externa presente los
mismos sintomas, esta procedera a ingresar al grupo. Debido a este tipo de sucesos, el
agrupamiento de datos y su analisis presenta un amplio rango de aplicaciones como la
delimitacion de especies biologicas, compresion de datos, clasificacion de enfermedades
(fisioldgicas o mentales), entre otras (Hennig, Meila, Murtagh, & Rocci, 2015). Por esto, se
encuentra en la literatura variedad de algoritmos para el agrupamiento de datos (Mwangi, Soares,
& Hasan, 2014), donde los méas populares son: k-means (Tafsast, Hadjili, Bouakaz, & Benoudjit,

2017), usado para enfermedades (Srinivas & Rao, 2018) y prondstico ambiental (Zscheischler,
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Mahecha, & Harmeling, 2012); fuzzy c-means, usada para datos con superposicion (Zhang,
Wang, & Zhang, 2007) y en técnicas de segmentacion (Alban, et al., 2018); jerarquico, aplicado
como agrupamientos multietapa en algoritmos de filtrado para comunicaciones de luz visible
(Mitra & Bhatia, 2017); espectral, cada muestra tiene un nivel de pertenencia a cada grupos
(Silva, y otros, 2017), es decir, se presenta relacion entre los diferentes grupos (Vora & Raman,
2018).

Por otro lado, la vision computacional sumergida dentro del procesamiento digital de sefiales
es abordada como las técnicas que permiten incluir dentro de una maquina el sentido de la vision
como si fuese un ser humano. Para lograr esto se cuenta con variedad de operadores
morfoldgicos basados en conceptos matematicos como la transformada discreta de fourier,
rotacional, divergente, limites, entre otros. La vision computacional permite a la maquina
procesar las imagenes a un nivel intuitivo, donde de una imagen se logra extraer informacion
basada en los criterios de contexto, cognicion y adaptabilidad descritos en el modelo de
procesamiento de la maquina. En este contexto se propone abordar herramientas de
procesamiento digital de imagenes sobre una matriz de similaridad proyectada como imagen
dentro de un sistema computacional, donde esta contiene informacion relevante con respecto a
gue grupos debe ser atribuida cierta muestra y como esta se relaciona con el resto de las muestras

contenidas en el conjunto de datos.
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1. Descripcion del Problema

Inicialmente, se ha planteado una problematica que se ha evidenciado por varios autores en
la literatura, siendo comprendida bajo ciertas caracteristicas y descrita de la siguiente manera:
1.1. Planteamiento del problema

En los repositorios de Machine Learning como (Dheeru & Karra Taniskidou, 2017) se
pueden encontrar variedad de bases de datos para diferentes areas en general, estas bases de
datos son usados ampliamente por cientificos, ingenieros, analistas, entre otros (Davies, 2012).
En tanto, la mayoria de las bases de datos no presentan informacion a priori para definir como
clasificar o agrupar los datos obtenidos segun las caracteristicas de los datos y la mayoria de

estos presentan superposicion entre ellos, como se presenta en la Figura 1.

Data set x.

Figura 1. Conjunto de datos con superposicion.

El problema de la superposicion ilustrado en la Figura 1, para la cual se cuenta con un
conjunto de datos sintéticos generado a traves distribuciones gaussianas donde la desviacion
estandar (s,) representa el grado de superposicion, para el ejemplo este grado es definido en 0,3
con 900 muestras en el conjunto de datos. Este tipo de datos tienden a generar agrupamientos

indeseables, debido a que la mayoria de los algoritmos de agrupamiento de datos en la literatura,
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son de naturaleza particional, es decir, los grupos no presentan relacion entre ellos C; N Cj, = 0.
Por otro lado, técnicas de agrupamiento jerarquico abordan el paradigma de que cada muestra
tiene un nivel de pertenencia a cada grupo € = U;Z, C; , es decir, existe relacion entre grupos de
datos dentro del conjunto de datos C; N C, # 0 para muestras de diferentes grupos (Jaimes,
Castro, Torres, Silva, & Braga, 2017). La ecuacion (1) define el grado de superposicion entre los
grupos de datos contenidos en conjunto de datos, donde N es la cantidad de datos, k es el
numero de grupos contenidos, z; es el centroide para cada grupo C;, i es una contante definida

comoi = 1,2,3,..,k yjesunaconstante definidacomoj =i+ 1,i +2,..., k.

1k 2
dinter—samples _ Nzi=1 szci”x —zi|

val =

1)

dinter—clusters mini,]. (”Zi - z}.”z)

1.2.  Justificacion

Esta investigacion propone un tratamiento espacial al agrupamiento de datos con
superposicion si eliminar informacion, corrigiendo la superposicion y generar datos méas
interpretables para el usuario que la use, tal como es el propoésito del agrupamiento (Vora &
Raman, 2018).

Al no contar con una herramienta para datos superpuestos, se generan agrupamientos
indeseables y con precision media como lo han expuesto en los trabajos (Kwon, y otros, 2018),
sin embargo, existen varias técnicas para datos superpuestos como lo son el agrupamiento
jerarquico (Hennig, Meila, Murtagh, & Rocci, 2015), el algoritmo OClustR (Pérez-Suérez,
Martinez-Trinidad, Carrasco-Ochoa, & Medina-Pagola, 2013), el algoritmo fuzzy (Zhang, Wang,
& Zhang, 2007), entre otros, pero pocos han trabajado la correccidn de la superposicién de los

datos como el Cluster CV original (Jaimes, Castro, Torres, Silva, & Braga, 2017).
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Los resultados del Cluster CV2 apuntan a obtener una clasificacion mas precisa sobre datos
con superposicion como lo presentan los trabajos (Ng, Jordan, & Weiss, 2002) y corregir dicha
superposicion dentro de otro espacio lineal, en el cual el usuario al ejecutar la aplicacion
visualizando los grupos sin dificultad, para su posterior analisis de los datos en esta era del Big
Data.

Doctores y astronautas agrupan las propiedades de los fendémenos como tumores (Bi, Sun, &
Xu, 2017) o galaxias respectivamente, para el analisis de estos y también se puede mencionar
como las empresas clasifican a sus clientes segun sus gustos, necesidades, entre otras
caracteristicas (Hennig, Meila, Murtagh, & Rocci, 2015). Asi mismo, la ciencia va creciendo
cada dia mas, donde el uso de herramientas de software va facilitando y abriendo camino para un
mayor crecimiento en interpretacion de los fendmenos, en el caso del agrupamiento de datos se
encuentran trabajos para comunicaciones (Khanmohammadi, Adibeig, & Shanehbandy, 2017),
prondstico climatico (Grabner, Bregar, lvanjko, & Valencic, 2017), enfermedades psiquiatricas
(Zhao, y otros, 2018), reconocimiento de voz (Rath, 2017), etc.

1.2.1. Beneficios tecnoldgicos.

La vision computacional da a las maquinas el sentido del ser humano de percibir el mundo
real, donde los principales factores de la vision: son la intensidad de luz, el color y el contexto.
Por lo tanto, esta permite darle a la computadora la perspectiva que tendria una persona desde el
punto de vista de la vision.

Las técnicas Machine learning permiten aprendizaje automatico desde los datos (como sus
siglas lo describen), donde a través de parametros matematicos y estadisticos es posible

identificar situaciones o modificar los parametros de manera automatica.
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El Software de codigo abierto permite reducir costos de produccion como de
implementacion, donde el costo de produccion en masa de un equipo o un software requiere de
proyectos a largo plazo y con financiaciones elevadas.

1.2.2. Beneficios cientificos.

El agrupamiento de datos para Ingenieria quiere despertar el interés en realizar mejores
practicas estadisticas de los resultados, donde generalmente se usan solo conceptos basicos de
estadistica descriptiva o inferencial, dejando de lado un analisis profundo de los resultados.

La extraccion de caracteristicas de manera automatica permite dar a investigadores maneras
intuitivas de evaluar sus datos, donde para investigaciones exploratorias o altamente variantes no
existen parametros certeros sobre los fendmenos que traten.

Los datos masivos generalmente tienen informacion intrinseca, donde al abordarlos como un
solo conjunto no logra expresar comportamientos atipicos, de esto el agrupamiento de datos
puede segmentar estos en subconjuntos similares y con una menor cantidad de muestras.

1.3. Alcance

Esta investigacion es de tipo exploratoria cuantitativa donde se aborda un tema poco
trabajado en la literatura, como lo es el agrupamiento de datos con superposicion. Asi, la
investigacion solo llega hasta aspectos tedricos, donde sus resultados no son aplicados
tangiblemente, pero son evaluados con otros trabajos en la literatura y abordando el paradigma
de sistemas no parameétricos.

1.3.1. Resultados esperados.

Abordar sistemas no paramétricos para la identificacion de patrones y extraccion grupos de

conjuntos de datos sin informacidn a priori para la clasificacion.
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Elevar la precision y exactitud en la obtencidn de grupos con ciertos grados de superposicion
entre muestras de diferentes grupos.

Aplicar el procesamiento digital de sefiales para la identificacion de patrones y
caracteristicas en conjuntos de datos.

Generar en los cientificos conciencia acerca de las herramientas computacionales para
clasificacion automatica de datos.

1.3.2. Impacto social.

Desde el punto de vista social, el agrupamiento ha tenido aplicaciones en mercadeo, donde el
comportamiento de un cliente puede ser atribuido a un grupo de clientes con cierta similitud,
adicionalmente esto permite generar recomendaciones (o predicciones) con las cuales se plantea
atender mejor al cliente.

Otra aplicacién es desde el ambito en Ciencias Sociales, donde cada region de una
determinada area puede ser definida en grupos debido a su cultura o idioma, y atribuir estas
caracteristicas a comportamientos especificos de ese grupo de personas.

1.4.  Limitaciones

No se cuenta con unidades de procesamiento grafico (GPU) para desarrollar el trabajo dentro
un sistema embebido con funcionalidades especificas para la aplicacion. Se cuenta con un equipo
de costo reducido donde la capacidad de procesamiento y almacenamiento es deficiente para
grandes bases de datos o procesos de mayor complejidad y costo computacional. Solo se cuentan
con bases de datos libres en el repositorio (Dheeru & Karra Taniskidou, 2017) y las
proporcionadas por el Grupo de Investigacion y Desarrollo en Electrénica y Telecomunicaciones

(GIDET).
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1.5. Delimitaciones

1.5.1. Conceptual.

Se aborda con similitudes espaciales entre las muestras de datos dentro de un espacio lineal.
El algoritmo esté disefiado para conjuntos de datos de hasta 3 dimensiones, en el caso de los
datos, hasta 3 atributos en cada dato. En el trecho de algoritmo de vision computacional se
aborda solo operaciones morfoldgicas y de segmentacion, dentro de estas se encuentran algunas
de las técnicas usadas para reconocimiento de patrones y aprendizaje guiado a partir de ellos.

1.5.2. Espacial.

Es un trabajo metodoldgicamente limitado al espacio del globo terraqueo, pero las pruebas
con datos reales estan limitados al area de Colombia para bases datos en linea y el area de Cucuta
para datos adquiridos experimentalmente.

1.5.3. Temporal.

Se estima que la aprobacion del proyecto tomara veinte seis (26) semanas a media jornada
laboral (20 horas/semana) después de aprobado este anteproyecto.

1.6. Objetivos

1.6.1. General.

Desenvolver una metodologia que permita realizar agrupamiento de datos reales con
problemas de superposicion (proveniente de diferentes sistemas de monitoreo o adquisicion) a
través de técnicas de vision computacional y métodos utilizados en el aprendizaje de maquinas.

1.6.2. Especificos.

Implementar el algoritmo de procesamiento para la correccién de la superposicién, usando

los softwares de Spyder y RStudio.
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Experimentar con bases de datos sintéticas y reales, para grupos balanceados y
desbalanceados con diferentes grados de superposicion.

Seleccionar los mejores parametros, dependiendo de la variabilidad de los datos y del valor
multiplicativo en la correccion de la superposicion.

Evaluar los resultados a través de métricas de precision y exactitud, tiempo de procesamiento
y costo computacional, tomando en cuenta la métrica de similitud usada y comparando con

algoritmos existentes en la literatura.
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2. Marco referencial

Este capitulo presenta el estado del arte en el cual se sustentara el trabajo, tomando
antecedentes de los trabajos cientificos divulgados en las revistas y universidades a nivel global,
las teorias establecidas y normas legales con respecto al uso de los lenguajes de programacion o
descripcion del algoritmo.
2.1.  Antecedentes

En el area de agrupamiento de datos existe un amplio conjunto de trabajo con resultados
significativos para datos reales, especialmente en datos exploratorios, donde esté en un principio
era calificado de una estadistica inferencial avanzada debido a su fundamentacion matematica.

Tabla 1.Técnicas clasicas de agrupamiento de datos.

k-means Fuzzy cmeans Jerarquico Espectral

En la Tabla 1 se ha resumido las técnicas mas populares en el agrupamiento de datos, sin
embargo, estas técnicas tienen sus ventajas y desventajas dependiendo del conjunto de datos
abordados. Un ejemplo claro es el k-means que presenta un algoritmo eficiente y rapido de
obtener los datos pero corto para sistemas altamente variables; el fuzzy c-means es una de las
técnicas mas completas, a través de la l6gica difusa ha logrado evitar errores por variabilidad ; la
técnica de agrupamiento jerarquico suele ser altamente paramétrica, donde hay que iterar entre

varios k-grupos para encontrar el punto eficiente; y finalmente, el agrupamiento espectral ha
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demostrado ser de los mejores modelos de agrupamiento, pero con un alto costo computacional
0O(n®), donde no se lograria procesar grandes bases de datos. Por consiguiente, se presentan los
siguientes trabajos relacionados especificos a abordajes en la problematica asumida.

2.1.1. Segmentation using eigenvectors: a unifying view.

En una conferencia del 1999 por Yair Weiss, se empieza a introducir el concepto del
procesamiento de imagen para la segmentacion en conjuntos de datos, donde a través de técnicas
del principal componente de analisis, se logra un agrupamiento no supervisado con un buen
desarrollo basado en auto-vectores y como la vision computacional se aborda desde la
percepcion de los objetos o grupos por segmentos. Los autores revisan estas técnicas bastante
atractivas y el reto que conllevaba desarrollarla en el tiempo cuando se realizaron las pruebas
(Weiss, 1999).

2.1.2. Identification of overlapping community structure in complex networks using
fuzzy c-means clustering.

En junio de 2007 una investigacién desarrollada en China por Zhang Shihua, Wang Rui-
Sheng y Zhang Xiang-Sun en la que se trata un algoritmo de agrupamiento de datos utilizando
métodos como funcién de modularidad generalizada, mapeo espectral y técnica de agrupamiento,
busca disefiar un algoritmo que filtre los datos en agrupamientos segun sus nodos y como estos
nodos correlacionan los agrupamientos dentro del conjunto de datos, para esto se usa el concepto
de agrupamiento difuso, interactuando con conjuntos de datos con superposicion dentro de una
red compleja, tomando en cuenta el nimero de instancias que presentan las muestras (Zhang,

Wang, & Zhang, 2007).



32

2.1.3. OClustR: A new graph-based algorithm for overlapping clustering.

OClustR es un algoritmo de agrupamiento basado en gréaficos para la creacion agrupamientos
superpuestos, introduciendo una estrategia de cobertura de gréaficos y filtrado. Este algoritmo
obtiene mayor precision que los creados por algoritmos previos al trabajo verificado a traves de
experimentos con colecciones estandar (Pérez-Suarez, Martinez-Trinidad, Carrasco-Ochoa, &
Medina-Pagola, 2013).

2.14. An improved overlapping k-means clustering method for medical
applications.

Sina Khanmohammadi, et al., en septiembre del 2016 parten de que el agrupamiento de
datos es un efectivo método para descubrir la estructura en conjuntos de datos médicos, y donde
la mayoria de los algoritmos agrupamiento producen agrupamientos significativos exclusivos, en
el que cada muestra puede pertenecer a un solo agrupamiento. Pero, la mayoria de los datos
reales en medicina tienen informacion inherentemente en datos con superposicion, la cual podria
ser explicada mejor con métodos de agrupamientos de superposicion que permiten a una muestra
pertenecer a mas de un grupo. Overlapping k-means (OKM) es uno de los mas simples y
eficientes métodos de agrupamiento con superposicion, este es una extension del tradicional
algoritmo k-means, donde el método OKM también sufre de sensibilidad a los centroides
iniciales de los agrupamientos. Por esto, los autores han propueto un método hibrido que
combina algoritmos k-harmonic means y k-means (KHM-OKM) para superar la limitacién de la
sensibilidad a los centroides. La idea principal detras del método KHM-OKM es usar la salida
del método KHM para inicializar los centroides de los agrupamientos del método OKM. El
método propuesto es probado utilizando la métrica FBCubed, que ha demostrado ser la medida

mas efectiva para evaluar los algoritmos de agrupamiento con superposicion con respecto a la
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homogeneidad, la integridad, la rag bag y la compensacién entre el tamafio y la cantidad de
agrupamientos. Segun los resultados de diez conjuntos de datos médicos disponibles
publicamente, el algoritmo KHM-OKM supera al algoritmo original de OKM y puede utilizarse
como un método eficiente para agrupar conjuntos de datos médicos (Khanmohammadi, Adibeig,
& Shanehbandy, 2017).

2.1.5. Cluster CV: Uma Abordagem de Visdo Computacional para a Identificacdo
Espacial de Agrupamentos de Dados.

En el 2017 una investigacion desarrollada en la Universidad Federal de Minas Gerais
(UFMG) por Brayan A. Jaimes, Cristiano L. Castro, Luis B. Torres, Gustavo L. Silva y Antonio
P. Braga, en la que se envuelve un enfoque de vision computacional donde para el agrupamiento
de datos con superposicion sin pérdida de informacién. En ese trabajo usaron la distancia
euclidiana y los resultados arrojaron la correcta identificacion y correccion de la superposicion
de los datos (Jaimes, Castro, Torres, Silva, & Braga, 2017).

2.1.6. Clustervision: visual supervision of unsupervised clustering.

En el 2018, una investigacion realizada por Kenney Ng, et al., construyen Clustervision, una
herramienta analitica visual que ayuda a los cientificos de datos a encontrar la cantidad correcta
de agrupamientos para una gran cantidad de técnicas y parametros disponibles. Adicionalmente,
los usuarios pueden guiar el sistema para producir mas resultados relevantes, o afiadir
restricciones para el agrupamiento. Este nuevo enfoque fue demostrado, usando un caso de
estudio con un equipo de investigadores en el area de la medicina, y mostrar que el nuevo
sistema permite a los usuarios elegir una representacion efectiva de sus datos complejos (Kwon,

y otros, 2018).
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2.2.  Marco tedrico

Esta seccidn presenta la teoria bajo la cual se aborda la problematica del Cluster CV2,
comenzando por el agrupamiento de datos, realizando énfasis en las técnicas clasicas en la
literatura, seguidamente se describen las técnicas de similaridad mas populares y/o usadas en la
literatura, continuando el tépico de procesamiento usando vision por computadora y finalizando
con el anlisis de componentes principales.

2.2.1. Agrupamiento de datos (Data clustering).

La agrupacion de datos es el proceso de encontrar muestras similares en particiones distintas,
siendo un tipo comun de aprendizaje automatico no supervisado y puede ser Gtil para resumir
datos multidimensionales complejos (Celik, 2009), llevandolos a conceptos interpretable para el
analisis estadistico (Lizarraga, 2008), un ejemplo claro se ilustra en la Figura 2, donde se
presenta la adquisicién de datos en examenes (Serra & Tagliaferri, 2016), a pacientes con
variedad de sintomas, donde cada conjunto de examenes construye una red de similaridad entre
pacientes, para consecuentemente integrar todos los sintomas en una red (Jain, Murty, & Flynn,

1999).

Patient data Similarity networks Integrate

{ @\
yd

Patient subtypes (clusters)
PN AT

A \

AL
2 _~"Cluster 1

<_ Predict outcome (classify)

Figura 2. Ejemplo de agrupamiento de datos en Medicina.
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Después de esto, se obtienen los k-grupos con los cuales generalmente se llevan a un
clasificador, donde al ingresar una nueva muestra con atribuciones similares a uno de los grupos,
este ingresaria al grupo de datos (Saxena, y otros, 2017), el cual podria ser una enfermedad.

El agrupamiento de datos en términos informales consiste en encontrar los grupos ideales
dentro de un conjunto de datos (Duda, Hart, & Stork, 2012), de tal manera que para un conjunto
de datos definido por la ecuacion:

D =xq,X5, ., Xp 2
con un namero n de muestras, se debe encontrar los grupos que forman las muestras entre si,
denotados como C;, C,, C5, ..., C;, para un nimero k de grupos (Hennig, Meila, Murtagh, &
Rocci, 2015). El valor de k para una muestra x; representa el rétulo de esta, también nombrada
etiqueta, donde esta etiqueta define la afinidad de la muestra y para un conjunto de muestras con
la misma etiqueta representara un grupo.

Para obtener los grupos ideales se recurre a criterios de similaridad, donde los doctores
agrupan los tumores en categorias definidas por las propiedades, astrénomos agrupan las
galaxias por sus formas, compafiias agrupan sus clientes basado en el comportamiento o gustos,
entre otros, pero bajo criterios de similaridad entre las muestras (Contreras Contreras, Medina
Delgado, Guevara Ibarra, Leite de Castro, & Acevedo Jaimes, 2019).

2.2.2. Meétricas de Similaridad.

Tabla 2. Métricas de distancia mas usadas en la literatura.

Meétrica de distancia Modelo matematico

Euclidiana
di(x;, %;) = \/(xu = x2)" + (2 = 232) "+ + (i = 2jn)”

Manhattan dT(xi'xj) = Zz_llxik — xjk|
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Minkowski " 1
inkowski dp(x;, %) = Zk_l(lxik — Xjie|) v

Mahalanobis (De n )
() = Y (e = )
k=1 Sk

Maesschalck, Jouan-
Rimbaud, & Massart,

2000)

Las métricas de similaridad permiten definir la proximidad entre muestras, dependiendo de
la atribucion presente en ellas y como esta atribucion liga con alguno de los grupos de muestras.
Para este abordaje espacial se usa métricas de distancia como método de similaridad, en la Tabla
1 se presentan las mas usadas en la literatura, requeridas para este trabajo debido a su amplio
estudio por parte de la distancia euclidiana, siendo el valor mas representativo para la distancia
espacial entre dos puntos, sin embargo la distancia manhattan maneja un método basado en el
marco de referencia y depende del sistema de coordenadas cartesianas, de estas dos distancias se
encuentra la Minkowski que puede recopilar las dos distancias en un solo modelo y aplicar
alguna de las de las anteriores dependiendo del valor de p en el exponente de la sumatoria.

Finalmente, se cuenta con una métrica de distancia que no solo toma en cuenta la atribucién
del punto o espacio ocupado, sino que afiade la correlacién de las dos variables en cada punto a
evaluar, es decir, usa la matriz de covarianza para regir el valor de similitud obtenido a traves de
la aplicacion directa de la distancia euclidiana.

2.2.3. Vision Computacional.

La vision computacional en término informales consiste en darle a una maquina el sentido de
la vision como lo tienen los humanos, para lo cual se tienen tres aspectos iniciales de la visién

humana: la forma, el contexto y la cognicién, donde estos pueden ser llevados a través de un
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computador dentro de los términos de morfologia, informacion a priori y patrones. Usualmente
es un area pequefa dentro del procesamiento digital de sefiales, donde las imagenes solo son
matrices donde los datos estan contenidos en sus pixeles. Para este trabajo se han requerido los
siguientes operadores:

2.2.3.1. Difuminacion con mediana.

Sustituye por el valor de la mediana de los pixeles contenidos en la vecindad de tamafio N, al
pasar por este filtro el valor final es un valor real presente en la imagen con el objetivo de reducir
el efecto borroso y con poca sensibilidad para valores extremos. La mediana en estadistica es
definida como el dato del medio en un conjunto ordenado de datos, lo cual al ordenar los datos y
determinar el punto central implica evado costo computacional cuando se tratan de imagenes que

poseen gran cantidad de datos contenidos en sus pixeles.

20 23 30 31 - - - =

22 21 29 30 - 23 30 -
23 24 32 33| 7 |- 29 31 - 3)

29 31 34 37 - - - =

2.2.3.2. Binarizacion.

Consiste en llevar la matriz de una imagen (I (m, n)) a valores 16gicos de unos (1) y ceros
(0), donde el uno ldgico representa un color blanco puro y el cero légico representa un color
negro puro. Para realizar esta transformacion es necesario definir el umbral (b) de seleccion que
determinaré si un color pasa a ser uno légico o 0 l6gico dependiendo de la cantidad de
componente espectral requeridos.

0, I(lmn)<b
I(m'"):{L 1($,Z)zb )

2.2.3.3.  Operador Sobel.
Es un operador diferencial discreto que calcula una aproximacion al gradiente de la funcion

(I(m,n)) en funcion de la imagen, es decir, para cada uno de los puntos dentro de la imagen el
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operador arroja el gradiente correspondiente como vector normal del punto. Con esto operador es
posible determinar qué tan suave o abrupto es el cambio de intensidad en una imagen, como al
mismo tiempo la direccion de cambio, para aplicar la convolucion a la matriz de la imagen es

necesario usar dos matrices Kernels 3 x 3, donde uno es para los cambios verticales (V,) y otro

para los cambios horizontales (V,.).

-1 0 17
Ve=[-2 0 +2|*I (5)
-1 0 +1
-1 0 17
Ve=[-2 0 +2|*I (6)
-1 0 +1

Después de obtener los gradientes en las dos direcciones se puede calcular la magnitud V'y

direccion 6 usando la siguiente ecuacion.

Y
V= /vx2+vy2, 9=V—y )
X

2.2.3.4. Erosion.
Es el operador morfoldgico que expande el valor de un pixel sobre sus alrededores, tal como
se presente en la ecuacion (8). En un mapa de pixeles, se expande el valor central, tomando como

referencia una matriz kernel con los pesos de los valores a obtener.

— ==

1
1
1

=

0 0
1 0 —
0 O

e d

oSO O

(8)

2.2.3.5. Dilatacion.
Es el operador inverso a la erosion, es decir, en una region de pixeles de valores ajustados a
un kernel se establecen todos los componentes y se deja el valor central como se presenta en la

ecuacion (9).



En las ecuaciones 8 y 9, los valores de O representan el color negro y los valores de 1

.
il = S|
===
I
l
c oo |
o o |
o oo |
I

representan el color blanco.

2.2.3.6.

2.2.3.7.

2.2.3.8.

2.2.3.9.

2.2.4.

Segun (Kavitha, Sandeep, & Praveen, 2016), para calcular los componentes principales

Convolucion integral.

w
Hzf G(—x)f (x)dx
-w

Tasa de error.

Al[°, f(x)dx |

SNR =
w
nojl;m,fz(X)dx
Localizacion.
Alf(0
Localization = UOI

n /f_VZVfZ(x)dx

1

( ™ fxydx )E
Xz2e =T\ ok o o

Jinef ()

Analisis de componentes principales.

Respuesta de bordes.

sobre un conjunto de datos, se sigue el siguiente procedimiento:

Se asume un conjunto de datos descrito por sus atribuciones [X, Yy, z] y h muestras

contenidas:
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(9)

(10)

(11)

(12)

(13)
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xl xz oo xn
D=|Y1 Y2 - Yn] (14)
Zl Z2 oo Zn

A cada una de sus atribuciones, se le obtiene la media aritmética o promedio (Navidi, 2006)

usando la ecuacion:

I

2l

(NgE
R

Hx
=1
AN (15)
Uy = HZ Yi
i=1
n
1
Hz = HZ Zj
i=1
Seguidamente, cada una de las muestras, se le resta su respectiva media, con el objeto de
obtener su la matriz de variabilidad respecto al centroide:
Cop—p) G =) o (o — )
(16)
M=|(yi—uy) (i—uy) = (n—wny)
(Zl - .uz) (Zl - .uz) (Zl - .uz)
Luego de esto, obtener la matriz de covarianza representa obtener los productos de las
variables contenidas de una variable con respecto a las otras dos.
5 Yt (e = .Uxi) (xjk - llxj) 17)

m

Este procedimiento es expresado de una manera mas simple, para el caso de conjuntos de
datos con mas una dimension de atribuciones, quedando como el solo producto de la matriz de
variabilidad por su traspuesta:

C = MM’ (18)

Luego de esto, se plantea la suposicion de que hay un solo escalar que, multiplicado por

vector, resulta el mismo valor que multiplicar una matriz para ese mismo vector, es decir:
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19
Av = v (19)

La suposicion de propuesta arriba es justo bajo la cual se logran obtener los auto valores y
auto vectores de la matriz de covarianza, donde los componentes principales en este

procedimiento han sido la variabilidad y dispersion de los datos con respecto al centroide.

Cv=Av (20)

Los auto vectores contienen en su diagonal la variabilidad de cada atribucion, el resto son las
variabilidades entre atribuciones.
2.3. Mareco legal

Para este trabajo se hara uso de herramientas de software de cddigo abierto, donde la
seleccidn es justificada en aquellos que permiten desarrollar sistemas de inteligencia artificial
versatilmente y presenten toolbox considerablemente amplios para analisis de datos, vision
computacional, manipulacion estadistica y procesamiento de sefiales. En este orden de ideas se
proponen los lenguajes de programacion Python (Python language reference, version 3.7, n.d.) y
R (The R Project for Statistical Computing, 2019), estos estan bajo las condiciones establecidas
previamente [36-38]. En relacion con esto se presenta la regulacion de la licencia MIT planteada
para el Cluster CV2 a nivel internacional, regulada bajo los términos de software libre (The R
Project for Statistical Computing, 2019) de la Open Source Initiative (OSI) y seguidamente se
presenta la normatividad colombiana de derechos de autor, donde para software libre no existe
clausulas definidas de regulacion, pero si definiciones acerca de lo mismo.

2.3.1. Licencia MIT.

El software se proporciona “tal cual”, sin garantia de ningun tipo, expreso o implicito
incluido, pero sin limitacidon a las garantias de comerciabilidad, idoneidad para un propésito

particular y no incumplimiento. En ningln caso, los autores o titulares de derechos de autor seran
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responsables por cualquier reclamacion, dafios u otras responsabilidades, debido a que sea
responsable de un contrato, corte u otra manera, derivados de, fuera o en conexion con el
software o el uso u otras reparaciones en el software.

2.3.2. Ley 44 de 1993.

Esta penaliza el uso inadecuado de software licenciado en Colombia, donde el caso de este
trabajo no es contemplado bajo la normativa debido que, a la condicién de software libre, ni
protege el uso de este, sin embargo, se han adoptado otras clasificaciones de semilibre, donde a
pesar de la condicion de libre uso este no desmerita el autor de su obra, tal como lo hace la

licencia MIT.
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La metodologia propuesta para el desarrollo del Cluster CV2 se fundamenta en la ingenieria

de software con el paradigma de programacién orientado a objetos (POQO) y en metodologias

agiles para el desarrollo de software (Mantilla, Ariza, & Delgado, 2014). En la Figura 3 se

presenta la metodologia enmarcada en cinco fases denominadas: andlisis, disefio, desarrollo,

pruebas de funcionamiento y entrega, donde para cada una de las fases, se realiza una

descripcion detallada de las actividades que intervienen en el desarrollo y las condiciones 0

parametros iniciales que se deben tener en cuenta en cada una de ellas.

Definir
requerimientos

Clasificar
requerimientos

Identificacion Correccion de Estructuracion
espacial superposicion del software
Codificar Pruebas Codificar
algoritmo ] unitarias ) ayudas
Datos Ejecucion
sintéticos Datos reales continda
Elaboracion Documentacion Distribuir
del manual del cédigo al pablico

Figura 3. Etapas de la metodologia para el desarrollo del Cluster CV2.

3.1.  Andlisis de requerimientos

El éxito de un proyecto de implementacion de software depende de un buen proceso de

levantamiento de requerimientos y un buen entendimiento del producto, para lograrlo, todos los

interesados en el proyecto deben ver reflejadas sus necesidades e intenciones en el producto

terminado, para ello se requiere la utilizacion de modelos entendibles y estandarizados. Asi, los

requerimientos del proyecto han sido definidos al igual que su impacto en la solucion de las

problematicas planteadas y las cuales consisten en:



44

« Identificar los k-grupos contenidos en un conjunto de datos sin informacién a priori.
«  Corregir la superposicion entre grupos de datos.

Para analizar los requerimientos, se han realizado dos pasos: la definicion y la clasificacion,
esto pasos permiten estructurar los pilares de la propuesta y cual es la funcion de cada uno de
ellos dentro de la misma.

3.1.1. Definicion.

En el desarrollo de software embebido se encuentra las caracteristicas confiabilidad R(t),
mantenibilidad M (d), disponibilidad A(t), seguridad y eficiencia, dichas permiten valorar el
comportamiento del software. Por lo tanto, en funcion las caracteristicas del software embebido
se han propuesto los siguientes requerimientos:

Cluster CV2 debe identificar espacialmente los grupos contenidos en un conjunto de datos
usando vision computacional sobre una matriz de similaridad.

La matriz de similaridad debe representar la relacion entre atribuciones usando valores entre
Oal.

El Gnico parametro permisible para la identificacion espacial, debe ser un limite de
variabilidad (L), el cual puede ser obviado al 1.3 cuando el usuario no lo indique

El Gnico parametro permisible para la correccién de la superposicion es el factor
multiplicativo (g), con el cual se trasladen los grupos de posicion.

Cluster CV2 debe almacenar la matriz de similaridad en formato PNG, con el objeto de
visualizar la similaridad y generar un k intuitivo a obtener cuando alguien se encuentre
supervisando la identificacion.

Cluster CV2 debe ser desarrollado bajo el paradigma POO, el cual permite reducir el tiempo

de mantenimiento y evidencia claramente su estructura.
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Los datos sin superposicion deben ser proyectados dentro de un nuevo espacio lineal,
evitando la pérdida de informacién y salvando dichos datos en un archivo .CSV.

Todo el trabajo debe ser desarrollado bajo codigo abierto, permitiendo al publico realizar
cambios para sus aplicaciones especificas.

Cluster CV2 debe contener ejemplos o rutinas de implementacion sobre estructuras de datos,
las que permitan evidenciar claramente el uso del software.

Cluster CV2 debe presentar una documentacion, donde se describan los métodos, entradas y
salidas, que conlleva cada una de sus instrucciones.

3.1.2. Clasificacion.

Por consiguiente, los requerimientos generan un impacto en el desarrollo del proyecto con el
cual se determinara el tiempo de ejecucion necesario para cumplir con el mismo, asumiendo una
ruta critica de aquellos que son indispensables. Sin embargo, esto no implica que los demas
requerimientos carezcan de relevancia, es asi como se ha determinado en la Tabla 3 cuales son
de aspecto técnico, cuales son de aspecto funcional y cuales son de aspecto no funcional (Molina
& Moreno, 2010). Los requerimientos funcionales son todos aquellos que demandan una funcion
dentro del sistema, los no funcionales son aquellos que no interfieren con el alcance de las metas
y los técnicos son aquellos que permite al Cluster CV2 ser escalable en versiones de recursos y

dispositivos de uso (Chaves, 2005).



Tabla 3. Requerimientos del Cluster CV2.

No

Descripcion Técnico Funcional :
funcional

Identificar espacialmente k-grupos, usando XX XX

visién computacional

La matriz de similaridad debe presentar la XX

relacion normalizada entre las muestras

Los parametros opcionales de entrada son el XX

limiar y el factor multiplicativo

La matriz de similaridad debe ser salvada en XX

archivo PNG

Los datos sin superposicion deben ser XX

proyectados en un nuevo espacio lineal

Todo el trabajo debe estar desarrollado bajo XX

codigo libre

XX
Afiadir ejemplos para datos sintéticos y reales

Documentar todos los métodos disefiados XX XX
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3.2. Disefio

Teniendo claro los requerimientos del ClusterCV, para su disefio se han abordado tres
etapas: la identificacion espacial, en esta se describen el procedimiento matematico propuesto
para la identificacién usando vision computacional, donde un conjunto de datos al ser
proyectados usando la matriz de afinidad, es convertida a una imagen con la informacion
relevante acerca de las similaridades presentes en el conjunto de datos; la correccion de la
superposicién, para esta se plantea un enfogque de descomposicion de la matriz de covarianza, en
donde se logra determinar la direccion y magnitud de propagacion de un grupo de datos, con el
objeto de reconstruir el conjunto de datos en un nuevo espacio lineal sin superposicion;
finalmente se tiene la estructuracion del software, en esta seccion se describe la conexion de las
dos funciones principales y como el software ha sido estructurado, resaltando los criterios bajo
los cuales se ha definido.

3.2.1. Identificacion de los agrupamientos por vision computacional.

Sea D un conjunto de datos obtenidos en una investigacion hipotética, para la cual se ha

definido como:
21
D = {Xll XZ: X3:X4;'”1Xm} ( )
donde cada x; es un dato correspondiente a D con m dimensiones, es decir, x; € R™. Para este
tipo de estructura de datos, donde sus atribuciones son netamente de tipo numérico real, se ha
planteado la identificacion de los grupos usando los procedimientos de la Figura 4, donde el
conjunto de datos pasa por 4 procedimientos descritos a detalle en las siguientes secciones,
tomando en cuenta de que cada procedimiento debe ser realizado justo después de que el previo

ha sido completado.
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Conjunto de datos

|
Extraccion Normaliza- Filtrad Identifica-
dela cion de dl ra.do cién
similaridad valores € ruido espacial
k-gr¢upos

Figura 4. Identificacion de los k- grupos usando la matriz de similaridad.

3.2.1.1. Matriz de similaridad.

Tomando el conjunto de datos D como una matriz de m X n términos, siendo m el nimero
de filas (numero de datos) y n el nimero de columnas (nimero de atribuciones), existe una
funcién f (i, ) que representa la similitud entre muestras, de manera que con esta se obtiene una

matriz M(i, j) expresada en la ecuacion (22).

fAD fA2) - fAn)
MGj = |[[GD f@D - few (22)

fam1) fan2) - fammn)

Esta funcion (f (i, j)) generalmente es una métrica de distancia como las que fueron
mencionadas en la Tabla 4, bajo la condicion de que, para convertirse en funcion, estas deben ser
aplicadas par-a-par entre las muestras, ¢cémo es esto? Para cada muestra contenida en el
conjunto de datos se aplica la métrica de distancia sobre todas las muestras, tal como se haria en
el agrupamiento espectral cuando se usa la métrica de la ecuacion (23) aplicable para valores i #
jy A; = 0enunamatriz de afinidad A € R™ (Kavitha, Sandeep, & Praveen, 2016).

oo 0) -

202

Para este trabajo, hemos establecido el tipo de identificacion y las métricas usadas en la

Tabla 4, partiendo de las conclusiones obtenidas en los trabajos de (Perlibakas, 2004), estos



manejan muchos mas enfoques de distancia o modificados con el objeto de encontrar elevar la
precision o validez en sus resultados.

Tabla 4. Tipo de identificaciones obtenidas por las métricas de distancia.

Tipo de
Meétrica de distancia Modelo matematico
identificacion
n
Euclidiana dg(x;, %)) = Z(x”‘ — Xji)? Enfoque espacial
k=1
n
Manhattan dr(x;, %) = Z |Xik — Xk Por linealidad
k=1
n Up Valores
Minkowski dp (i, x;) = Z(|xik — % |?)
k=1 multidimensionales
n 2
. (xik - xjk) . .
Mahalanobis dp(x,x) = ) ———— Media y varianza
Sk
k=1

Teniendo definido el concepto de matriz de afinidad y como esta actla con la métrica de
distancia seleccionada, la matriz de la ecuacion (22) quedaria de la forma de la ecuacion (24),
siendo sus diagonales 0 por ser la misma muestra, donde para cada muestra debe existir la
relacion de ella con respecto a todas las demas muestras contenidas en el conjunto de datos.
Adicionalmente se resalta que la mayor similaridad se obtiene con muestras del mismo valor

(Weinberger & Saul, 2009), es decir, el caso i = j,s; = s; = 5; — 57 = 0.
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K K
0 Z(xu( — Xak)? Z(xm — Xni)?
k=1 k=1
K K
M= Z(ka — X1x)? 0 Z(ka — Xni)? (24)
k=1 k=1
K K
Z(xmk — X1x)? Z(xmk — Xpp)?% o 0
|\ k=1 k=1 |

3.2.1.2.  Normalizado.

Los valores obtenidos en la matriz M varian dependiendo de las magnitudes usadas en el
conjunto de datos, para lo cual se ha requerido el normalizado de los datos dentro de una escala
estandar con el objeto de abordar cualquier tipo de magnitud. En un principio, este
procedimiento esta orientado a evidenciar un pequefio cambio en los valores de la matriz M, tal y
como un diferencial parcial lo describe en la ecuacion (25), donde el primer término entre
paréntesis indica el valor de normalizado y el segundo término a la derecha, va presentando los

pequefios cambios.

MEAN{M} aM(i, j) (25)

En el caso de los conjuntos de datos, las variaciones suelen ser representadas por diferencias,
debido a que otro tipo de variaciones asume criterios mas criticos e innecesarios para el
normalizado. Por esto, la normalizacién ha sido llevada al modelo descrito en la ecuacion (26),
donde la parte derecha de la igualdad es la analogia con respecto a la ecuacion (25), y en donde

se pueden identificar el término de normalizado y la pequefia variacion.
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(M - Mmin) (26)

N(i’j) B (Mmax - Mmax)

Aunque los valores se encuentren normalizados para la ecuacion (26), la escala permanece
incierta, debido a que esta depende de los valores maximos y minimos presentes en M. Por lo
tanto, la escala ha sido regulada al afiadir un valor minimo de muestra S,,;, ¥ un valor maximo
de muestra S,,,.,, €stos permiten ajustar la escala con solo afiadirlos a la ecuacion (26), lo cual ha
resultado en la ecuacion (27).

M — Miin ) (27)

Mmax - Mmax

MN(i, j) = Smin + SmaxN = Smin + Smax (
En el caso particular del Cluster CV2, los valores de S,,in Y Smax SON asumidos como 0y 1,

respectivamente. Este ultimo procedimiento aparte de normalizar los valores en las muestras,

también nos ha permitido establecer el rango al cual la matriz x;; se ha convertido.

3.2.1.3. Filtrado de ruido.

La matriz NM presenta la informaciédn visual obtenida directamente del conjunto de datos
con los valores estandarizados, sin embargo, en esta se encontr6 la presencia de ruido, por decir
ruido a aquellos valores cuyas afinidades no representan relevancia para la identificacion de los
k-grupos contenidos dentro del conjunto de datos. El ruido es sencillamente zonas donde la
afinidad se refleja, pero no es certero para el agrupamiento de los datos, con el objeto de reducir
el ruido se ha desarrollado dos procedimientos, uno estadistico y otro por visién computacional.
Para el caso del procedimiento estadistico, se ha recurrido al concepto de desviacion estandar,
esta consiste en describir el grado de dispersion bajo el cual se encuentra sometido un dato, es
decir, que tanto varia el mismo de la media (Hernandez Sampieri, Fernandez Collado, & Baptista

Lucio, 2003). La desviacion estandar es calculada usando la ecuacion (28), donde u es la media
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aritmética de los datos, m es el nimero de datos y cada ith termino es cada uno de los datos al

iterar la sumatoria.

(28)

Esta medida da una certeza de que tanto varian las muestras con respecto al punto central, en
este caso la media, con la cual se ha disefiado la funcion de filtrado de variabilidad, esta es
descrita en la ecuacion (29), esta es funcion de la matriz normalizada y un valor limite L,
actuando como multiplicativo a la desviacion estandar del conjunto de datos.

L(ty %,) = {NM 1, s% NM(x;,X;) = L * s4 (29)
(Xi,Xj), si NM(x;,X;) <L =*sq4

A traves de esta funcion se intenta reducir la complejidad en la deteccion de los grupos,
aunque L es un valor paramétrico desconocido, pruebas preliminares arrojaron reduccion del
ruido en L = [0.9,1.7] para distribuciones normales gaussianas, estos valores han evidenciado de
35% al 68% de variabilidad, lo cual ha permitido concluir en dejar L = 1.3 para valor por
defecto. Por otro lado, se ha desarrollado una reduccion de ruido usando operadores matriciales
de vision computacional, en este caso, se ha requerido llevar la matriz L(x;, x;) a una imagen, de
manera que se opere a través de ventanas (kernels) y usando la difuminacién mediana sobre la

imagen, descrita en la ecuacion (30).

G(Xi,xj) =

1 x? + x? 30
IWE £y @

21 202

Los i y j enésimos términos representan la coordenada (i, j) dentro de la matriz L, dando

para cada uno un valor de ruido o = 5, inicialmente abordado sobre ese valor para el cual
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equivale a un kernel de 20 x 20 pixeles, sobre el peso de la ventana p? = 400 descritos en la

ecuacion (31).

111 lixe = lixeo
___;E_ 1ox1 laxz = Taxzo (31)
~400| ¢ = =

120><1 120><2 120><20

Este valor ha sido determinado experimentalmente al realizar 10 pruebas con 2
distribuciones normales gaussianas desbalanceadas, las pruebas no definieron el valor exacto del
kernel, sino el porcentaje de esta ventana con respecto a la cantidad de muestras contenidas en el
conjunto de datos, la ecuacion (31) representa los resultados con 900 muestras. Repitiendo esta
prueba con 5 distribuciones normales gaussianas, se encontrd un ruido homogenizado similar a
la prueba con 2 de estas. Bajo estos dos parametros, se ha definido que la ventana para
homogenizar el ruido sobre la imagen debe ser el valor mas cercano al 2% de la cantidad del

conjunto de datos y dando como caso general de kernel la ecuacion (32),

1ixa Lixz 0 Lixp
1
h=in{0.02+m},  K(m) = loa 1oz = Lo (32)
1hx1 1hxz t 1hxh

donde int{} es una funcién que retorna el valor entero del valor que se encuentre contenido en
las llaves, h es el parametro bajo el cual se dimensiona la ventana del kernel, adicionalmente a
esto, el kernel planteado se ha asumido en 1 para cada valor de la matriz en la coordenada (i, j) y
el cual corresponde a su peso total h2.

3.2.1.4. Reconocimiento por visién computacional.

En el filtrado de ruido se ha evidenciado las facilidades de implementar operadores digitales
sobre sefiales como lo es un filtro, sin entrar mucho en detalle acerca de la respuesta obtenida,

sino que enfocado a lograr la tarea para la cual se ha disefiado, por consiguiente fue uno de los
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motivos por los cuales fue propuesto el enfoque de vision computacional, en este caso, la Figura
5 presenta un modelo basico de imagen digital, donde un punto en la imagen representa la
funcidon de una par de dos valores (coordenada) y esta a su vez es una matriz de valores donde
sus valores representan un color, tanto como la posicion en la matriz indica la coordenada en el
plano.

F (i, i)

y/

Vi

(4

[ )
ot al

Xi

Figura 5. Representacion de una imagen digital como funcién F(x,y).

El concepto de coordenada es una pareja de nimeros que se ha usado para determinar el
punto de encuentro entre dos conjuntos de valores (conjunto de datos), es decir, la funcién
F(x;,y;) representa la relacion existente entre la muestra x; y y;, 0 mas bien en términos del
Cluster CV2, la funcidn es la métrica de distancia y los valores de la coordenada es un dato con
respecto a otro conjunto del mismo dato. A través de esa funcién determinada generalmente por
el color presente en la imagen, es que se logra determinar la presencia de agrupamientos, sin
embargo, abordar un esquema de colores de tres canales como el presentado en la Figura 5,
requiere de mayor costo computacional cuando solo se trata de una caracteristica como la

similaridad entre muestras.

0, G+xL<b (33)

Ib(i,j)={1 N
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Para reducir a un solo canal se ha optado por la binarizacion (presentada en la ecuacion
(33)), esta tiene un comportamiento similar al expresado en la funcion de filtrado de ruido
usando la desviacion estandar (véase la ecuacion 29), aunque para este caso el criterio es el color
presente en cada enésimo término de la matriz. La ecuacion (33) presenta un valor b, donde si
bien este tiene una analogia con el valor L de la ecuacion (29), la tarea de ambos esta conectada,
puesto que los dos son limites pero uno es respectivo al andlisis estadistico y el otro es respecto
al andlisis de vision computacional, donde este ultimo también ha sido definido
experimentalmente, debido a que las zonas donde b = 0.75 del pigmento del color negro o
mayor en este valor, esta sera la zona que debe conservarse como 1, y para otros casos se lleva a
0. Luego de esto, solo quedan pequefias zonas de la imagen donde el ruido permanece, dichos
valores deben ser tan pequefios que bastaria con aplicar el operador morfoldgico opening, el cual

es definido en la ecuacion (34).

A°B=(AOB)®B (34)

El operador morfolégico opening consiste en realizar la erosion justo después de la
dilatacion, asumiendo el mismo kernel propuesto por la ecuacion (32) y permitiendo eliminar las
pequefas inserciones de ruido (Parker, 2010). Finalmente, para la deteccién de los grupos basta
con conocer el nimero de objetos en la imagen, puesto que para este punto solo las zonas con
alto grado de similaridad han de permanecer en la misma, en esta tarea se ha abordado el
algoritmo canny, el cual usa solo cuatro pasos para la deteccion de los bordes presentes en la
imagen (Tan, Isa, & Lim, 2013):

Remover el ruido presente usando la méscara de la ecuacion (32).

Encontrar los gradientes diferenciales V, y , orientados en las direcciones de maximo

cambio para x y y, respectivamente.
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Supresion no maxima, implicando la interpolacion en subpixeles de las intensidades de pixel.

Umbralizacion de la histéresis.

En este punto, el detector canny ha arrojado las ubicaciones de los objetos o bien definidos
k-grupos contenidos en el conjunto de datos, donde no se le ha suministrado parametros acerca
de cuantos grupos o informacion que limite el nimero de grupos a encontrar en el conjunto de
datos.

3.2.2. Correccion de la superposicion.

Con los grupos identificados, queda la problematica de superposicion entre estos grupos,
para esto se ha propuesto usar la descomposicion de la matriz de covarianza en auto valores y
auto vectores, donde la matriz de covarianza contiene la informacion relacionada a la dispersion
de los datos, seguidamente esta se descompone en auto valores y auto vectores (eigenvalues,
eigenvectors) usando el andlisis de componentes principales, los auto vectores dan informacién
acerca de las direcciones de propagacién y dispersion, con los cuales se modifican los valores
dentro del conjunto de datos, tomando un grupo a la vez, trasladandolo y repeliéndolo de los
demas grupos, bajo parametros de factores correctivos, definidos experimentalmente.

3.2.2.1. Matriz de covarianza.

Para aquellos datos con n dimensiones, siendo la ecuacién (35) una matriz de diferencias

entre el conjunto de datos D(x;, Xj, ***, X,) cOn m-nimero de datos (descrito previamente en la
ecuacion (21)) y sus medias aritméticas iy, Mo s Moy
(xll - .uxl) (x12 - .uxl) (xln - .uxl)
M, = (x21 - 'uxz) (x22 - ,lez) (xzn - 'uxz) (35)

(xml - .uxm) (xmz - .uxm) (xmn - .uxm)
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Estas diferencias representan la dispersion, donde la varianza implica elevar cada uno de los
ith y jth términos de la matriz, para luego obtener la sumatoria. Sin embargo, cuando se
desconoce el numero de dimensiones de los datos (determina por n), este analisis es impreciso en
definir la dispersion de los datos, la matriz de covarianza X se obtiene multiplicando la matriz de

diferencias por su traspuesta, tal como se presenta en la ecuacion (36).

(mnf.qu-er (muf.uq)(wmf.u;l)f (muf#q)(wlnf.uq)*
(nz—u;l)(rm—,u:-z)— (11'2—#;1)(1::2—#;3)— (1'1'2_#11)(x:n_#r-2)_
e et R
(:rlu —u”) (Tl — tay, ) (xm — #11) (Fm2z — Bam) (J:ln - url) (Trmen — tagn )
(1“21*#?:)(111*#:1)* (::fle.uq)(rmf.u:l)* (1“7;.1”:](11”7;4“)7 (36)
T (IZQ_HIE)(I'ZL_PI'—E)_ (11?_}411)(332_#12)_ (IL'Z_I—!.II)(IZH_HE—Z)_
Ma -Ma? =
— et et
(mzu 7#12) (Tm1 — pa,) (mm — .uzl) (Tm2 — pray, ) (mln — #11) (zmn — o)
{mmlf#;,,bl(muf.uu)Jr (m,.uf.uz..;)(mmf#rl)f (“’JJ!I*#J,..)(“’MR*#I[)‘F
(Zm2 — By ) (:tzx — .uzgj + (Tm2 — fay, ) (x-zz — fix‘—z) + (T2 — pay, ) (3:'2:3 - uzg) +
e et R
(@mn — pem) (Tml — pam) (zrmn — Bz ) (Bm2 — pay, ) (zmn — pam)?

3.2.2.2. _ Descomposicion en auto valores y auto vectores.

Continuando, se descompone la matriz de covarianza X en sus auto-valores y auto-vectores,
con el procedimiento indicado en la seccion 2.2.4 y llevado en contexto a la ecuacion (37),
siendo X la matriz direccion al auto-vector v y A la constante (auto-valor) que modifica las

direcciones de v, tal como lo realiza la multiplicacién por la matriz X.

37
=M, M, v = Av (37)
A este punto, en v se encuentra un vector con dimensiones n X n, el cual contiene n
componentes principales de analisis expresados cada uno en funcion de los otros componentes.

Asi, A es el conjunto de auto valores para cada auto vector de cada componente que modifica la

direccion del vector v como lo hace la multiplicacion con la matriz X.
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3.2.2.3. Traslacion del enésimo grupo k.

Por lo tanto, en un analisis inicial se ha partido del hecho de corregir la superposicion a datos
bidimencionales, con los cuales solo bastaria con obtener dos angulos resultantes de dos
componentes principales como se presenta en la ecuacion (38).

v v
9PC1 = arctan (i) , HPCZ = arctan (ﬁ) (38)

V21 VU2

Ahora, basta conocer el centroide general del conjunto de datos y el centroide especifico para
un grupo, siendo este grupo de datos el conjunto definido previamente como D, el cual ha sido
renombrado como subconjunto de datos D, y pertenece a un conjunto de datos DS, de manera
que este conjunto de datos estéa definido por DS = {D4, D5, ::-, Dy}, siendo k el nimero de
grupos contenidos por DS (subconjuntos).

En la ecuacion (39) se presenta la matriz de escala dependiente de los centroides y
caracteristicas de cada grupo, debido a que esta matriz recorre las muestras de cada grupo en un

factor especifico, es decir, la magnitud de los corrimientos aplicados.

S = Sy O] (39)

Osy

La matriz de escala por si sola no logra realizar un corrimiento idoneo, debido a que solo es
la magnitud de este, por lo cual en la ecuacion (40) se presenta la matriz de rotacién, la cual usa
los angulos de los auto vectores con el objeto de conocer de desplazar el grupo de datos justo en

la direccién en la cual ellos se estan propagando y dispersando.

_ [cos(8) —sin(6) (40)
"~ Isin(8)  cos(6)
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Finalmente, se obtiene la matriz de traslacion (en la ecuacion (41)), la cual es aplicada sobre
el grupo (subconjunto) de datos con el objeto de reducir la distancia entre muestras de un mismo
grupo.

T =RS (41)
3.2.2.4. Repulsién del enésimo grupo k.
Continuando, los valores de la traslacion salvados en un nuevo grupo de datos pueden haber

modificado su punto central, para esto, se vuelve a calcular el centroide, tomando el centroide

general del conjunto de datos. En primera instancia se propone un valor multiplicativo q, el cual

es afladido en base al centroide general Cr y el centroide del grupo C;, con la distancia de estos

centroides, se eleva q veces esa distancia y de esa manera alejar el grupo de datos de la tendencia

central del conjunto como es presentado en la ecuacion (42).

dC) = ((Cr=¢) *qq>1 42

Sin embargo, para validar este método se propone el puntaje Fisher (Tsuda, Kawanabe, &
Muiller, 2003) para evaluar el nivel de superposicion justo después de los procedimientos de
correccion, debido a que esta métrica (o kernel) ha incrementado como un extractor de
caracteristicas para agrupamientos, esta deriva del modelo probabilista loglikelihood para un
parametro de estimacion @ de las muestras y presentando su expresion matematica en la ecuacion
(43):

dlogq(x[8)  dlogq(x[0) r (43)

fGo) = 20, " a6,
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Con el objeto de agrupar satisfactoriamente, con el puntaje Fisher se esta aplicando el mapeo
en un nuevo espacio lineal, bajo la limitante de pocas dimensiones para las muestras contenidas
en el conjunto de datos.

3.2.3. Estructuracion del software.

Sin embargo, lo anteriormente mencionado, es el disefio preliminar puesto que en el gréafico
3.1 se presentan iteraciones en el momento que se van realizando las pruebas sobre el algoritmo
con respecto a costo computacional y eficiencia en la identificacién usando las métricas de
validacién. Continuado con la ejecucion, se ha disefiado los pseudocodigos para cada parte del
Cluster CV2, tratando como independiente la identificacion de la correccion de la superposicién
entre muestras, pues si bien el primero esta ampliamente abordado en la literatura (Galluccio,
Michel, & Comon, 2005), no siempre se logran los resultados esperados. Por otro lado, el
proceso de correccion de la superposicion es opcional, pues no todas las bases de datos requieren
de identificacion en grupos separados, sino que se deja con el objeto de llegar a aquellas
aplicaciones de donde surgi6 la problematica.

3.2.3.1. Obtencion de la matriz de similaridad.

Debido a que se han planteado dos lenguajes de programacion para el desarrollo del codigo,
se han definido los algoritmos para las acciones que cumplen los dos, sin importar la funcion que
se use en la programacion y enfocando al cumplimiento de la tarea asignada. En primera
instancia se realiza la lectura del conjunto de datos, seleccionando las atribuciones cuantitativas a
usar en el agrupamiento, como se expresa en el Figura 6, asumiendo que el conjunto de datos fue
previamente guardado en la maquina de ejecucion usando el formato de valores separados por

coma (Comma Separated Values - CSV).
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Algoritmo 1 Preparacion del conjunto de datos

1: procedure PREPARINGDATASET( filename, atributions)

2: data < read.file( fileyame) > Lee la informacién del archivo
3: data + datalatributions]

4: end procedure

Figura 6. Algoritmo de preprocesamiento del conjunto de datos.

Estos datos generados, deben ser valores cuantitativos de las muestras y organizadas cada
una de las atribuciones por columna, donde cada muestra es representada por una fila 'y sus las
dimensiones del conjunto de datos queda representado en las dimensiones de la matriz m x n.
Seguidamente, de haber aclarado los parametros de ingreso al Cluster CV2, se ha disefiado los
procedimientos para obtener la matriz de distancias usando las métricas euclidianas (ver
Algoritmo2), manhattan (ver Algoritmo 3), minkowsi (ver Algoritmo 4) y mahalanobis (ver
Algoritmo 5). La distancia euclidiana es calculada usando el cuadrado de las diferencias de cada
una de las atribuciones entre dos muestras, para el caso del Algoritmo 2 se ha definido una
muestra de prueba que itera a través del resto de muestras y con cada una de sus atribuciones se
obtiene la diferencia, salvando esta diferencia en una matriz nombrada matrixEuclidean, la
cual para un cojunto de datos m X n resultara en una matriz de la forma m x m, siendo el
numero de muestras (numero de filas) y n el nimero de atribuciones, en base a lo previsto de las
Tablas 2y 4.

Para el Algoritmo 3 se ha recuperado la metodologia usada en la distancia euclidiana, con la
conveniencia gque para este caso se ha usado la diferencia absoluta sin potenciar los valores
sumando cada uno de ellos con el objeto de identificar que tan separados se encuentran respecto
a su eje (de la atribucidn especifica) y de esta manera obtener un valor ajustado las escalas

usadas en los datos.
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Algoritmo 2 Matriz de distancias euclidiana

1: m,n + x.shape()

2: matricEuclidean < [empty — array, shape(m,n)]

3: fori+ 0,7+ 4,72 <m do > Iterando sobre cada muestra de prueba
4: for j«<0,7++,7 <mdo > Iterando sobre el resto de muestras
5: suma, di ferencia, potencia, distancia < () > (Re)inicia las variables
6: for k <~ 0,k++,k <ndo > Iterando sobre cada atributo
7: diferencia < x[i, k| — z[j, k]| > Calcula la diferencia
8: potencia < (diferencia)? > Eleva al cuadrado la distancia
9: suma < suma + potencia > Anade la diferencia a la suma
10: end for
11: distancia < \/suma > Calcula la raiz cuadrada
12: matricEuclideanli, j| < distancia > Similaridad en la posicién (i, j)
13: end for
14: end for

15: return matrizEuclidean

> Retorna el matriz de afinidad

Figura 7. Algoritmo de célculo de distancia euclidiana.

De las dos métricas afiadidas anteriormente se ha encontrado que matematicamente podrian

estimarse partiendo de un mismo procedimiento, donde ajustando los parametros de potencia

usados, se logra obtener una expresion general.

Algoritmo 3 Matriz de distancias manhattan

1: m,n + w.shape()

2: matric Manhattan < [empty — array, shape(m,n)]

3: fori+ 0,74+ 4,2 <m do > Iterando sobre cada muestra de prueba
4: for 7+ 0,74+4+,7 <mdo > Iterando sobre el resto de muestras
5: suma, di ferencia, absoluto <+ 0 > (Re)inicia las variables
6: for k < 0,k ++.k <ndo > Iterando sobre cada atributo
7: diferencia < x[i, k] — x[j, k] > Calcula la diferencia
8: absoluto « abs|diferencial > Calcula el valor absoluto
9: suma 4+ suma + absoluto > Anade la diferencia a la suma
10: end for
11: matricManhaattanli, 7] + suma > Similaridad en la posicién (7, 7)
12: end for
13: end for

14: return matrizManhattan

> Retorna el matriz de afinidad

Figura 8. Algoritmo del célculo de distancias manhattan.
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Esta expresion general ha sido definida previamente y para lo cual en la ecuacion (44) se ha

planteado la relacion de las variables desde las distancias euclidiana y manahattan hacia la

minowski, donde p representa el factor de potencia el cual caracteriza el término de la derecha,

cuyo valor al ser 1 representa la distancia manhattan, al ser 2 representa la distancia euclidiana,

es decir, p = 1,2,3,4,5, ...

\

n
2
de(x;, xj) = Z(xik — Xjx) n "

= 1/p

= > dp(i ) = ) (e = xel?)
n k=1

dr (i) = ) e = 2l
k=1

Teniendo clara la relacién de las distancias, se ha obtenido el Algoritmo 4 en base a los

Algoritmos 2 y 3, realizando la interpretacion desde la ecuacion (44).

Algoritmo 4 Matriz de distancias minkowski

UEECCE AN I L AT

S =]

13:
14:
15:

m,n < x.shape()
matrizMinkowski < [empty — array, shape(m,n)]
cfori+0,72+4+,2<mdo > Iterando sobre cada muestra de prueba
for < 0,7++,7 <mdo > Iterando sobre el resto de muestras
suma, di ferencia, potencia, distancia < ( > (Re)inicia las variables
for k < 0,k ++,k <n do > Iterando sobre cada atributo
diferencia < abs|x[i, k] — x[j, k]| > Calcula la diferencia absoluta
potencia < (diferencia)? > Eleva a la potencia p
suma 4+— suma + potencia > Anade la diferencia a la suma
end for ,
distancia < (suma)l’ap > Calcula la rafz p
matriz Minkowskili, j] < distancia > Similaridad en la posicién (i, 7)
end for
end for
return matricMinkowsk: > Retorna el matriz de afinidad

Figura 9. Algoritmo de célculo de distancias minkowsski.

Sin embargo, la literatura ha presentado un tipo de distancia que asume dentro de sus

caracteristicas la variabilidad de las muestras con respecto a su media, la cual es conocida como
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distancia mahalanobis. En el Algoritmo 5 se ha sintetizado el procedimiento para obtener la
matriz de distancias usando esta métrica, la cual usa la matriz inversa de covarianza, aplicandola
en un producto punto con la diferencia 4 entre las muestras y su respectivo AT (ver ecuacion
(45)), de esta manera se itera sobre cada una de las muestras de manera similar a los Algoritmos

2-4, con el objeto de construir cada uno de los puntos de la matriz m x m.

d = G = )2 G = )" (45)
Por otro lado, el proceso de obtener la matriz de covarianza ha sido sintetizado en la seccion
anterior matematicamente como el producto de la matriz de interés con su transpuesta, dicho
esto, en el Algoritmo 5 se ha propuesto de esta manera en la linea 3, donde la inversa de una
matriz es otro procedimiento algebraico el cual se debe evaluar como una funcién incluida en el

toolbox del lenguaje, evitando recursos duplicados y optimizando el calculo de la distancia.

Algoritmo 5 Matriz de distancias mahalanobis

1: m.n <+ x.shape()
2: matrizMahalanobis < [empty — array, shape(m, n)

3: L=z-af > Matriz d Covarianza
4: fori+ 0.1+ +,i < m do > Iterando sobre cada muestra
5 for j <« 0.7++.7 <mdo > Iterando sobre contra el resto de muestras
6: sum <0, A+ 0] > (Re)inicia las variables de suma y distancia
T for k +— 0.k ++.k <n do > [terando sobre cada atributo
8: Alk| + x[i, k] — x[5, K] > Calcula la diferencia para cada atributo
9: end for
10: matrizMahalanobis|i, j| + VA - Y71 AT > Evalia la ecuacion (45)
11: end for
12: end for
13: return matrizMahalanobis - Retorna el matriz de afinidad

Figura 10. Algoritmo de calculo de distancia mahalanobis.
3.2.3.2.  Preprocesamiento y filtrado.
Por consiguiente, debido a las caracteristicas especificas para cada tipo de variable, estas

generalmente no presentan un formato estandarizado para operarse matematicamente asumiendo
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el peso de cada muestra sobre el resto, por tal se presenta en el Algoritmo 6 el normalizado
intrinseco de las similaridades obtenidas en la matriz de afinidad, usando los valores maximos y
minimos para obtener el alcance de la muestra 4, y cada una de la muestras es referida sobre el

resto usando el valor minimo dentro de la matriz de afinidad, dando lugar a 4,, finalmente se

realiza la division de las muestras referenciadas sobre el valor del alcance (valor moderador).

Algoritmo 6 Normalizado de la matriz de afinidad

A, = |MAX{M} — MIN{M}| > Obteniendo el alcance méximo entre las muestras
A, =M —MIN{M} > Referenciando todos los valores con respecto al minimo
A . . L. :
Myxoru = A—y > Normalizando basado en el rango maximo y valores referenciados
r

Figura 11. Algoritmo de calculo de la matriz de afinidad.

Luego de obtener esto y con el objeto de procesar los datos usando vision computacional, ha
sido necesario modular los valores usando un valor minimo y un valor maximo, siendo para el
Algoritmo 7 el valor minimo s,,,;;, = 0y el valor maximo s,,,, = 1, este escalado es relativo al
procesamiento de imagenes en R, puesto que para python se ha encontrado que con OpenCV se

modifica el valor s,,,, a 255.

Algoritmo 7 Ajuste de escala

Smin = 0 > Definicién del valor minimo
Smaz = 1 &~ Definicién del valor méximo
Mg = 5,in + Smaz * MynoRM > Ajuste aplicado sobre la matriz normalizada

Figura 12. Algoritmo de escalado.

El procedimiento de escalado debe ser aplicado justo después del normalizado, con el objeto
de obtener el formato deseado para la imagen, de lo contrario se ha encontrado que el evitar el
normalizado de los datos evita la identificacion correcta de las afinidades entre grupos y

generando una matriz de datos con comportamientos indeseables.
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3.2.3.3.  Operaciones de vision computacional.

Para esta seccion se ha preparado las muestras de datos y su matriz de afinidad para la
identificacion de los grupos, sin embargo, se deben realizar las consideraciones de
homogenizacion del ruido, binarizacion y apertura de pixeles para eliminar regiones con
informacion irrelevante en la identificacion de los k-grupos. Inicialmente se ha propuesto la
difuminacion de los pixeles usando una ventana basada en el tamafio de la imagen de entrada
(matriz de distancias), siendo para este proposito de tipo cuadrada, es decir, posee el mismo
numero de columnas al de filas. En el Algoritmo 8 se presenta los procedimientos planteados
para la difuminacion y homogenizacion del ruido, donde una venta w planteada al 2% de la
cantidad de muestras (2 de la matriz de similaridad m, con los se estima la ventana kernel y
aplicada en el conjunto de datos estructurado imageM a través de la convolucion de matrices y

dando como resultado final imageBLUR.

Algoritmo 8 Difuminado de la matriz de Similaridad

[ < length(m)
w <+ [ %0,02 > Correspondiente a obtener el 2%
w ¢+ Integer {w}
kernel < matriz(shape = (w,w))
kernel + kernel /w?
imageM < reshape(m, (w, (I%)/w))
fori+ 0,i=i+4+w,i=1do
image BLU R = kernel x immage[i + w?]
end for

image BLU R + reshape(imageBLUR, (1,1))

Figura 13. Algoritmo de difuminado de matriz de similaridad.
Seguidamente de esto, se procede a binarizar la imagen bajo el umbral cg, el cual es un
criterio obtenido en 192 de los experimentos preliminares realizados sobre 100 muestras de

datos, estando definido éste dentro de una escala de {0 — 255}, segln este parametro, un pixel
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especifico asume el valor 0 al ser inferior que cgz y un valor de 255 de ser igual o mayor al

criterio.

Algoritmo 9 Binarizacion

[ + length(image BLUR)
imageThresh < image BLU R.copy()
cp 192
fori=0,1++.7=1[0do
for j=0,5++,j=1[0do
if imageT hreshli, j] < cp then
imageT hreshli, j] « 0
else
imageT hreshli, j] + 255
end if

end for
end for

Figura 14. Algoritmo de binarizacion.

Continuando con las operaciones morfoldgicas, se ha tomado la ecuacién (34) dentro del
Algoritmo 10, teniendo en cuenta que los lenguajes de programacién R y Python, cuentan con
librerias como “imager” y “openCV” con los operadores de erosion y dilatacién optimizados y
perfeccionados sobre imégenes, tanto binarizadas, como en otros formatos. En el Algoritmo 10
se evidencia el uso de un kernel adicional, el cual ha sido determinado experimentalmente bajo
20 pruebas, determinando su valor en 3% de la cantidad total de muestras, del cual los valores
superiores o inferiores a este demuestran un incremento en el error, asimilando el

comportamiento de una campana de Gauss.
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Algoritmo 10 Apertura v clerre de pixel

imageOpenning <+ tmageT hresh.copy()

| + length(imageT hresh)

w+— [ %003 > Correspondiente a obtener el 2%
w ¢ Integer {w}

kernel < matriz(shape = (w,w))

kernel + kernel /w?

imageOpenning < erosion{imageOpenning.copy(), kernel}

imageOpenning + dilatation{imageOpenning.copy(), kernel}

Figura 15. Algoritmo de apertura de pixeles.

Finalmente, después de todo el procesamiento usando operadores morfoldgicos, se ha usado
el Algoritmo Canny ilustrado en la Figura 16,el cudl fue extraido usando los diferentes enfoques
de, en los cudles se encuentra el Operador Sobel mejorado a través de la segunda
homogenizacién de los valores en los pixeles, para seguidamente obtener gradientes de cambio
en direcciones transversales, continuando con la supresion del ruido y desarrollo de la histéresis,

donde los bordes son evidentes para los objetos contenidos dentro de la imagen.

Remove Perform
noise hyteresis
Find Nonmaximal

Vi Vy supression

Figura 16. Diagrama de operaciones del algoritmo Canny.

3.2.3.4.  Proyeccion lineal en un nuevo espacio.

Por ultimo, en el Algoritmo 11 se ha estructurado la correccion de la superposicion de
grupos identificados, con el incremento de la distancia entre grupos y la reduccion de la distancia

entre muestras de un mismo grupo, de manera que la ecuacion (1) es validada en las lineas 17 —



69

24, usando la maxima propagacion y dispersion de muestras, tanto como las propiedades
intrinsecas de estas, como su sentido y angulo.
3.3.  Desarrollo

Con los lenguajes de programacién R y Python se ha encontrado gran variedad de librerias
para propositos de analisis de datos y aprendizaje de maquina, por lo cual la eleccion de
instrumentos ha representado una viabilidad metodoldgica bastante agil para tratamiento de datos
como lo expresa (Bressert, 2012). En la Tabla 5 se presenta la utilidad de las librerias de R con

respecto al objeto del Cluster CV2, asumiendo las areas en que se ha desarrollado el trabajo.

Algoritmo 11 Algoritmo de proveccidn lineal en nuevo espacio [45|

12 Dp + Dy||.copy » Crear nuevo marco de datos
2. for g + 1l until k do > Iterar en cada k-grupo identificado
I Dy, Cik, Cji| + |Tik, T, idTy » Extract data
! Oy +— fE.r',.-;

A '-':wj-k — . E Tk

6: procedure CoOVARIANCE MATRIX(Dg, Cji, Ci)

T E}, — |]].f]:|,.'!c Ew_i:k_ Ew,;;

&: end procedure

1 procedure EIGEN-VALUES AND EIGEN-VECTORS|Xg)

10: (Te M) = T 0 = M7 i Covarlance matrix
11: end procedure

- g [ s., 0] B c-c.;.—::‘ﬂ] —:;:.[_J.‘ﬁ] ]

0 s sin(f]  cos(@)

13: procedure T]t:if\;ri]..-ﬂT]IZ)N.er. B 5

14: (Tir, Tie) + T = RS — (Dy)

15: Dk — Dk T =1 r'!lir.\l-e:r-ﬁ:l.l:l|:\-|-em
16: end procedure

17- procedure REPULSIONT,, T2, )

18: if ro # 0 then -

19: e, & — #* T,
i end if
21: if v+ 0 then
22: rI g ET
23 end if '
24 Dk — Dk b = T ""!Iinl-ur-l.".l.uil:u.-ﬁ
25 end procedure
26 Jr,]_,'[.i:] s
o

7. end for

Figura 17. Algoritmo de correccion de la superposicion.



Tabla 5. Librerias de R usadas en el Cluster CV2.

Nombre Operaciones Tratamiento Visualizacion de  Machine
matriciales de imagenes datos learning

imager X X

dplyr X

squash X X

purrr X

seriation X X

clusterCrit X

mlbench X X

cluster X

el071 X X X
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De la misma manera, en la Tabla 6 se presentan las librerias para el lenguaje Python con sus

funcionalidades para las areas manejadas en el proyecto.

Tabla 6. Librerias de Python usadas en el Cluster CV2.

Nombre Operaciones Tratamiento Visualizacion de  Machine
matriciales de imagenes datos learning

numpy X

matplotlib X

pandas X

opencv X X X

seaborn X

imageio X X

scikit X X

sklearn X X

skimage X X X X
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Con las herramientas de software claramente delimitadas, se ha procedido a la codificacién
de los algoritmos planteados en la seccidn anterior, haciendo uso de las herramientas
predispuestas en las Tablas 5 y 6. Adicionalmente, en el trabajo de se ha realizado la
implementacion para el lenguaje R, por lo cual en este trabajo se ha usado la implementacion de
los autores en dicho lenguaje, replicandola y traduciéndola a lenguaje Python con el objeto de
mejorar los resultados con respecto a precision y velocidad de procesamiento, es decir,
optimizarlo para ambos lenguajes.

3.3.1. Codificar algoritmo.

En la codificacion se ha optado por el paradigma de programacion procedimental, el cual
engloba todos los procesos repetitivos dentro de métodos o funciones que son llamadas desde
una estructura de archivos, esto con el objeto de simplificar el codigo y sea interpretable en
lenguaje natural, en el caso de que la persona que lo lee tenga pleno manejo del inglés (Contreras
Contreras, Medina Delgado, Guevara Ibarra, Leite de Castro, & Acevedo Jaimes, 2019).

3.3.1.1. Matriz de distancias.

En el codigo original del Cluster CV se encontraba el siguiente método para la obtencion de
la matriz de distancias, donde el propoésito del Cluster CV2 es abordar 4 distancias ampliamente
usadas, sin embargo, en su método solo se encuentran dos, donde el abordaje ha asumido los

datos de manera estrictamente espacial, quedando el siguiente cédigo en R:

1 ||# Function computing distances matrix

make. distancia <— function(xin, N, method="ecuclidian”){

dis<—as.matrix (dist (xin, method="euclidian”))

4 old .par <— par(mfrow=c(1, 1))

image (seq(1,N,1) ,seq(1,N,1),dis, col = gray.colors (255, start = 0.1, end = 0.9,
6| gamma = 2.2, alpha = NULL),

7 main=" A ffinity matrix”)

par(old. par)

return (dis)

9
10 }

Figura 18. Codigo para el calculo de matrices de distancias en R.
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Por lo tanto, en la implementacion del algoritmo en Python, se ha codificado los Algoritmos

del 2 al 5, con el uso de métodos disponibles en las librerias de python.

def makeDistance(xin ,method):

Similarity matrix computing function’
if method = ’euclidean’ or 'L2’:
dis = makeDistanceE (xin)
elif method = 'manhattan or 'Ll
dis = makeDistanceT (xin)
elif method = ’minkowski’ or 'L57:
dis = makeDistanceP (xin ,5)
elif method = ’'mahalanobis’ or 'LSd’:
dis = makeDistanceM (xin)

plt .imshow(dis ,cmap="gray ')
plt.xlabel( '$x_.i$"’
plt.ylabel( "$x_j$
plt.savefig( 'SM.eps’)
plt.savefig( 'SM.png’)

plt .show ()

print (" Valores para la matriz de distancias M")

print ( : =)
print ("MAX(M " np.max(dis))

print ("MIN(M " ,np.min(dis))

print ("MEAN(M) : " np.mean(dis))

print (" . %)
return dis

Figura 19. Codigo para el calculo de matrices de distancias en Python.

La Unica matriz de distancias que no estaba definida previamente en la literatura ha sido la

matriz de distancias mahalanobis, puesto que la libreria scipy presentaba la implementacion de la

métrica, esta no lo ha abordado a nivel de matriz de distancias, por lo cual se ha desarrollado el

método quedando el siguiente trecho de cddigo:

1 || def makeDistanceM (xin):

2 "7 Mahalanobis computing function’ '’

3 print ('’’’ Mahalanobis computing function’’’)
1 V = np.cov(xin.T)

x

‘ "7Vl=np.invert (V) seems not be invese matrix computing,
6 VI = np.linalg .inv (V)

7 m, n = xin.shape

8 result = np.empty ((m,m) ,dtype=float)

9 for i in range(len(xin)):

10 for j in range(len(xin)):

11 result [1,j] = mahalanobis(xin[i,:] ,xin[j,:],VI)
12 return result

Figura 20. Codigo de la distancia mahalanobis.

check equation’ '’
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3.3.1.2. Matriz Normalizada.

La segunda funcion aborda la transformacion de escala de los valores contenidos en la matriz
de distancias, intentando identificar la variacion de las atribuciones en escala de gris y proyectar
lo en la imagen, siendo para R el codigo:

# Function that scales affinity matrix to [0-1] span

make . normalizacao <—function(dis){

smin=0; smax=1

dis2<—( dis — min(dis) ) * smax / ( max(dis) — min(dis) ) + smin

disd<—1 — dis2 # seria la inversa., con 255 como mavor valor
old . par <— par(mfrow=c(1, 2))
image (seq(1,N,1) ,seq(1,N,1) ,dis2, col = gray.colors (255, start = 0.1, end = 0.9,
gamma = 2.2, alpha = NULL) ,
main="M. normal”)
image (seq(1,N,1) ,seq(1,N,1) .,dis3, col = gray.colors (255, start = 0.1, end = 0.9,
gamma = 2.2, alpha = NULL) ,
12 main="M. complemento™)

par(old.par)
return(dis2)

}
Figura 21. Codigo de la funcién de normalizado en R.
Y para python, las asignaciones son casi idénticas a R, debido a que solo son operaciones

matriciales definidas en la ecuacion (27), quedando el siguiente codigo:

1 def makeNorm( dis) :

2 smin = 0

3 smax = 1

1 dis2 = ((dis — np.min(dis) )*smax)/(np.max( dis )—np.min(dis)) + smin

return dis2
Figura 22. Codigo de la funcién de normalizado en Python.
3.3.1.3. Matriz filtrada.
Continuando, de la ecuacion (29) se ha filtrado una serie de similaridades usando como
referencia la variabilidad de los datos representa en la métrica de desviacion estandar s,

nombrada como “limiar” en el siguiente trecho de cédigo en R:
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1 ||# Function thresholder using standard deviation
2 ||make. limiar <— function(dis, limiar){
3 media<—mean( dis)
1 dp<—sd (dis)

M2 <— dis

6 #A2 [dis2 < dp] <— 1

7| M2 [dis »= limiar=dp] <— 1

8 #diag (M2)<—dp

9 old.par <— par(mfrow=c(1, 1))

10 image (seq (1 .,N,1) ,seq(1,N,1) M2, col = gray.colors (255, start = 0.1, end = 0.9,
11 gamma = 2.2, alpha = NULL))

12 par(old . par)

13 return (M2)

14 || }

Figura 23. Cddigo de limite estadistico en R.

Segun se ha visto en el codigo de arriba, basta con identificar cuales elementos presenta una
variabilidad superior a la definida por el limiar, para R este limiar ha trabajado eficientemente en
aproximadamente 1.3 y para Python, los valores varian desde 0.9 hasta 1.5 veces, dependiendo
de la cantidad de distribuciones normales encontradas en los datos. EI cédigo respectivo a
Python queda de la siguiente manera:
def makeThresh(dis, limiar):

dp = np.std(dis)

M2 = dis

M2[dis >= limiarxdp] = 1
plt .imshow (M2, cmap="gray )

6 imageio.imwrite ( 'M2.png’ ,M2)
7 return (M2)

U W b e

Figura 24. Codigo de limite estadistico en Python.

3.3.1.4. Procedimiento de etiquetado.

En esta seccion se ha discutido el uso de una funcién de identificacion de llamado: “split
connected” en el Cluster CV, lo cual la metodologia planteada en este trabajo designaba al
algoritmo Canny de la Figura 16 como el identificador de los grupos, sin embargo, el método de
mencionado previamente identifica efectivamente los grupos en R y teniendo en cuenta las

operaciones morfoldgicas previas, el codigo ha quedado de la siguiente manera:
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1 ||# Function computing distances matrix
# Funtion identifying k — clusters

3 || make . metod . img <— function (imagem) |

4 filel _blur<—isoblur {matriz ,1.6)

5 plot{filel _blur , main = "borramento”)

6 im. t<—threshold ( filel _blur ,"25%")

T pxz <—im.t

8 plot (pxz, main = "limiar”)

0|l pxzleg—shrink(pxz,2) %% grow(3)

10 || pxz2<—shrink (pxzl, 1)

11 pxz2<—as. pixset ( pxz2)

12 ff<—fill (pxz2.5) %% clean(90)

13 plot (pxz2, main = "detecao de clusters 17)
highlight { ff | lwd=3)

it || spxx <— split_connected(ff)

16 || a<—highlight ( ff ,lwd=3)

i& || probz—fill (im.t,5) % % clean(100)
19 plot (im.t, main = "detecao de clusters 27)
20 highlight { prob ,lwd=3)

22 filel .x<—as.pixset(l—matriz)

2 plot{filel .x, main = "detecao de clusters 3")

2 ppp=—fill (filel .x,5) %% clean(120) #(5,120) para dados gaussianos 5 grupos
25 plot{filel .x)

26 highlight { ppp.lwd=3)

28 || sp <— split_connected (ppp) #returns an imlist

20 || numero. clusters<—length (sp)

30 print (numero. clusters)

at || plot(ppp)

32 || boundary(ppp) %% where %% { points(x,y,cex=.1,col="red”) }
return(list (sp=sp, numero.clusters=numero. clusters))

Figura 25. Codigo del procedimiento de vision computacional en R.

Por otro lado, para python no ha sido encontrada la equivalencia del método “split
connected” de R, lo cual el algoritmo canny ha predominado como el detector por defecto, este
ha sido comparado con respecto al operador Sobel, pero este ultimo no lograba homogenizar los
bordes de un solo objeto. El algoritmo Canny con respecto al método “split connected” presenta
criterios mas estrictos de identificacion, para lo cual ha sido necesario ampliar significativamente

las ventanas de los operadores morfoldgicos, el codigo en python queda de la siguiente manera:
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1 || def makeMethodlmg99() :
2 img=cv2.imread ( 'M2.png ")
3 plt . imshow (img)
1 plt.title("Visual information.')
5 plt.savefig( "img_0O_image.svg ")
f plt .show ()
# long , channels, dimensions = 1mg.shape
g eriteriaCVblur = 0.02 #20x20;7400
|| Woest = int(criteriaCVblurxlong)
11
12 kernel = np.ones | (W_est W_est) ,np. uint8 ) W_est
13 filel _blur = ev2. filter2D (img,—1,kernel )
14 plt . imshow ( filel _blur)
15 plt.title (" Blurring. ")
16 plt.xlabel | "8x_18")
17 plv.ylabel | "8x_j&8")
18 plt . savefig ( 'img_1_blur.svg’)
18 plt . show ()
20
21 criteriaCVthresh = 192 #[1 —255]
29
23 #m_t = cv2 THRESH_BINARY( filel _blur ,63)
24 im_t = c¢v2. threshold(filel _blur, eriteriaCVthresh ,255  ev® THRESH_BINARY)
25 #im_t = ev2.threshold( file2 _blur ,128 255, ev2 " THRESH_TRINC)
25 pxz = im_t.copy()
27 plt . imshow (pxz [1])
28 plt.title { "Threshod binary.")
29 plt .xlabel( "8x_18")
0 plt.ylabel | "8x_j&87)
11 plt.savefig( 'img_2_thresh .svg ')
32 plt .show ()
33
a4 "T Using @ ... .. e
ay criteriaCVopendxd = 0.003 # 3x3/0
36 kernel _3x3 = int{criteriaCVopenl3x3«long)
ary #Another criteria
38 criteriaCVopendx3d = 0.003 # 3x3/9
BT kernel _3x3 = int{criteriaCVopendx3«long)
10 criteriaCVopenbxh = 0.005 # 5x5/25
11 kernel _5x5 = int({ecriteriaCVopenbx5xlong)

Figura 26. Codigo del procedimiento de vision computacional en Python (1 de 4).

12 criteriaCVopen20x20 = 0.005 # 20x20/400

13 kernel _20x20 = int{criteriaCVopen20x20+long)
14 criteriaCVopen25x25 = 0.03 # hx5/25

15 kernel _25x25 = int(criteriaCVopen2hx25xlong)
16
17 kernelop = np.ones{{ kernel _20x20, kernel _20x20) .np. uint8 ) /(kernel _20x20=+2)
18 opening? = ev2. . morphologyEx (pxz [1]. copy (). cv2 MORPH_OPEN, kernelop)

19 plt . imshow (opening2 )

50 plt. title( "Morphological — Openning. ")

51 plt . xlabel{ "8x_i87)

Figura 27. Codigo del procedimiento de vision computacional en Python (2 de 4).
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52 plt . ylabel( "8x_j8")
: plt . savefig( 'img_3_open.svg')
plt .show ()

opb=opening? . copy ()

kernel=np.ones ({ kernel _5x5, kernel _5x5) .np. uint8 ) /( kernel _5x5%%2)

58 opb=cv2. erode (opb, kernel , iterations=1)

50 kernel=np.ones ({ kernel _25x25 , kernel _25x25) ,np. uint8 )/ (kernel _25x25%=2)
&0 opb=cv2.dilate (opb, kernel ,iterations=1)

&1 #Hopbl = cv2 . evtColor{opb, cov2 OOLOR_BCGRXGRAY)

62 opb2 = cv2. GaussianBlur{opb, (5,5), 1)

63 opb4 = cv2.Canny{opb2, 50, 200)

64 {-,opbd,_) = ev2.findContours{opb4.copy (). cv2 . RETR_EXTERNAL, cv2. CHAIN_APPRON_SIMPLE)
85 ev2.drawContours{opb2 ,opb4, —1,(0,0,255) ,5)

66 plt .imshow (opb2)

&7 plt.title { "§k§ Number clusters.’)

&8 plt . xlabel( "8x_18")

&0 plt . ylabel( "8x_j8")

plt . savefig( 'img_4_detec.svg ')

rotulos=np. arange( len{opb2))

73 centers = np.zeros( len(opbd))

74 for i in range(len{opbd4)):

75 temp=np.repeat (1.{np.max{opb4[i])—np. min{opb4[i]}]})

76 centers|[i]=np.mean({np.array ([np.max{opb4[i]) ,np.min{opb4[i])]))
T j=np.min(opb4[i])

78 while (j<=np.max(opb4[i])):

79 rotulos [j]=i+1

&0 =i+l

81 rotulos=np. where(rotulos <{len{opbd4)+1),rotulos ,len{opbd)+1)
82 unsigned = np.int _(np.where{ rotulos=len (oph4)+1})
83 dist _comp = np.zeros((len{unsigned [0]) ,len(opb4])})

84 for i in range(len(unsigned [0])):

85 for j in range(len{opb4)):

86 dist _comp|[1,j] = abs{unsigned [0,i]—centers|[]])

87 rotulos [unsigned [0,i]]=np.int_(np.where(dist _comp|i]==np.min{dist _comp[i])))[0.0]+1
&8

80 if len{opbd4) < 5:

a0 img_result = img.copy ()

a1 cv2 . drawContours (img _result ,opbd4, —1,{255,0,0) ,5)

Figura 28. Codigo del procedimiento de vision computacional en Python (3 de 4).

3 colorsG=|"yellow ; , 'mediumseagreen ’, ‘darkslateblue’ , "purple ', "steelblue 7]

03 tags =['1",72",73" 74" ,75"]

a4 font = ev2 FONT_HERSHEY _TRIPLEX

o5 for ecntr in range(len{opbd4)):

o6 cv2, putText(img_result ,tags[cntr],{int (np.mean(opb4 [cntr]) —30),int (np.mean{oph4|[cntr])
+30)),

o7 font, 3, (0,0,255).,7, cv2. LINE_AA)

o8 plt . imshow (img_result )

plt.title( '8k¥ Number of clusters Identification.’)
plt . xlabel ( "§x_18")

plt.ylabel { "§x_j§")

plt.savefig({'img_5_result .svg ')

if (np.min{opb4 [0] j<=np.max{opb4[1])):
105 rotulos = False
106 return np.array ( [rotulos ,len{opb4)])

Figura 29. Codigo del procedimiento de vision computacional en Python (4 de 4).



3.3.1.5. Correccion de la superposicion.

1 ||# Function correcting overlaping issue

2 || make .PCA <— function(xin,datos.novo,numero. clusters){
centroide . gnral .x<—mean(xin [ ,1])

centroide . gnral . y<—mean(xin [ ,2])

6 ||array . final<—list ()

7|l for{ii in 1:mumero.clusters)q

|| datl<—datos.novo[ ,1][which{datos.novo[,3] %n% ii)]
9 || dat2<—datos.novo [ ,2] [ which{datos. novo[.3] %Wn% ii)]
10 || dat3<—datos.novo[ ,3][which{datos.novo[.3] Wn% ii)]
i1 || datal<—matrix (e{datl ,dat2,dat3) ,neol = 3)

12 ||x1 <— datal [,1]

13 || ¥1 <— datal [,2]

14 |lm <— matrix (e({xl,y1),ncol=2)

15 || centroidesx<—mean(m[ ,1])

16 || centroidesy<—mean(m[ ,2])

17 || cov.m <— cov(m)

18 || cov.m

19 || cov.elg <— eigen(cov.m)

20 || cov . elg

22 || angulo . inclinacion . pel<—(atan(cov.eig§vectors [1,1] /cov.eigfvectors [2,1]))+«180/pi
angulo . inclinacion . pcl
angulo. inclinacion . pe2<—(atan{cov.eigfvectors [1,2] /cov.eig8vectors [2,2]) )=180/pi
angulo . inclinacion . pc2

27 || f.vector2 <— as.matrix(cov.eig8vectors[,c(1.2)],ncol=2)
28 || f.vector2

20 || final2 <— t(f.vector2) V% 4% t(m)

10 || final2

i1

12 || ang<— (l=pi) /180

13 || rotacion<—matrix(c{cos(ang),sin(ang),—sin(ang) ,cos(ang)) .nrow = 2 ncol = 2)
rotacion

15 || sx<—0.9

16 || sy<—0.9

17 || escala<— matrix(c(sx.0,0,8y) ,nrow = 2 ,necol = 2)

14 || escala
3 rotesc<— rotacion % #\ % escala
10 || rotesc

Figura 30. Codigo de correccion de la superposicion (1 de 3).

Finalmente, la correccidn de la superposicién se ha realizado con los procedimientos
matematicos del analisis de componentes principales, descrito en el Algoritmo 11 del articulo
(Contreras Contreras, Medina Delgado, Guevara Ibarra, Leite de Castro, & Acevedo Jaimes,

2019), implementado para R de la manera presentada en las Figuras.
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i1 || finaldz<—(f.vector2) \% #\% t{rotesc)

12 || finaldz

13 || finald4<— t(finaldz) \% % t(m)

14 || finald

15 || original .dataset2 .mod2 <— t(f.vector2 \% #\ % finald)
16 || original .dataset?  mod?2

18 || centroides . modx<—mean( original . dataset2 .mod2[ ,1])
19 || centroides .mody<—mean( original . dataset2 .mod2[ ,2])

i1 || traslacion .x<—{ centroidesx —centroides . modx)
s2 || traslacion .y<—{centroidesy —centroides . mody)

i || original .dataset2 . mod23<—matrix (0,ncol = 2, nrow = length(original . dataset2 mod2[,1]))
g5 || original .dataset?2 . mod23[ ,1]<—original . dataset?2 . mod2[,1] + traslacion.x
56 || original .dataset2 .mod23[ ,2]<—original .dataset2 .mod2|,2] + traslacion.y

28 || repulsion .x<—(centroide . gnral .x — {mean(original . dataset2 .mod23],1])))
50 || repulsion .y<—(centroide.gnral.y —(mean(original .dataset2. . mod23[,2])))

g1 || if(repulsion.x < 0) {
62 || repulsion .xx<— —1.9%repulsion.x

}
g4 || if(repulsion.x = 0){
&5 || repulsion .xx<— —1.9%repulsion.x

&6 }

Figura 31. Cddigo de correccién de la superposicion (2 de 3).

g8 || if (repulsion.y < 0) {
60 || repulsion .yyv<— —1.9%repulsion .y

if{repulsion.y = 0){
repulsion .yy<— —1.9%repulsion.y

}

original .dataset? mod233<—matrix(0,ncol = 2 ,nrow = length{original.dataset2 .mod2[,1]})
original .dataset? mod233[ ,1]<—original .dataset2 mod23[,1] + repulsion.xx

original .dataset2 . mod233[ ,2]<—original . dataset2 . mod23[,2] + repulsion.yy

plot{original . dataset2 .mod233[.1], original . dataset2 . mod233[ ,2] , xlim=c(—4.4) .
ylim=c(—4.4),col=ii)

UE s LD b3 =

=F =1 =I =F =T
T=J - I -

&0 || par ( new=T)

il || data3l<—matrix (c(original .dataset2 mod233[ 1], original . dataset2 . mod233[,2] ,dat3),
22 || ncol = 3)

&3 ||array . final [[ii ]]<—datadl

a4

BE } .

g || return {array . final)

s ||}

Figura 32. Codigo de correccién de la superposicion (3 de 3).
De la misma manera, usando los mismos procedimientos matriciales dentro del lenguaje

python:
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1
2 || def PCA(datos_novo,n_clusters):
8
1|| centroide_gnral_x = datos_nove [0].mean()
5|l centroide_gnral_y = datos_novo |[1].mean()
6| array_final = []
T for i in (range{n_clusters)):
8 datl = np.extract (datos_novo[2]==(i+1) ,datos_novo [0])
9 dat2 = np.extract(datos_novo[2]==(i+1),datos_novo|[1])
10 datd = np.extract (datos_novo[2]==(i+1),datos_novo [2])
11 datal = np.transpose(np.array ([datl, dat2, datd]))
12 x1 = datl
13 vl = dat2
14 #plt . scatter(x1,y1)
15 m = np.array ([x1,¥1])
18 centroidesx = np.mean(x1)
17 centroidesy = np.mean(yl)
18 covan = np.cov(m)
19 if len({covom) != 2:
an array _final = False
21 alse:
22 cov_eig = np.linalg . eig(covm)#[0]values ,[1] vectors
23 cov_eig_values=cov_eig [0]
24 cov_eig_vectors=cov_eig [1]
25 cov_eig
6 #plt.scatter (x1,¥y1)
a0
28 angulo_inelinacion _pel = (np.arctan({cov_eig_vectors [0 ,0] /cov_eig_vectors[1,0]) ) %180 /math.
pi
29 angulo_inclinacion _pel
30 angulo_inclinacion_pc2 = (np.arctan(cov_eig_vectors|0,1]/cov_eig_vectors|[1,1]))#180/math.
pi
31 angulo_inclinacion _pc2
32
33 f_vector? = cov_eig_vectors# feature vector with both components
34 f_vector = 2
35 final2 = np.matmul(f_vector2 ;m) # new dataset for feature vector 2
36 final2
b

Figura 33. Codificacion del andlisis de componentes principales (1 de 2).
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38 ang = (math. pi) /180

a0 rotacion = np.array ([[math. cos(ang) ,math.sin(ang)],[—math. sin(ang) ,math. cos(ang)]])
40 rotacion

i1 sx = 0.6 £0.6

] sy = 0.6

13 escala = np.array ([[sx,0],[0.8¥]])

4 escala

15 rotesc = np.matmul {rotacion , escala)

1 rotesc

4 finaldz = np.matmul(np.transpose( f_vector2) . np.transpose(rotesc))

18 finaldz

1] finald = np.matmul({np. transpose( finaldz ) .m)

5D finald

51 original _dataset2_mod2 = np.matmul( f_vector2 | finald)

52 original _dataset? _mod2

B4 centroides_modt = np.mean{original _dataset2 _mod2[0])

BE centroides _mody = np.mean{original _dataset2 _mod2[1])

H]

5T traslacion_x = (centroidesx — centroides _modx)

5B traslacion_y = (centroidesy — centroides _mody)

et

G0 original _dataset2_mod23 = np. zeros((2,len{original _dataset2 _mod2[0]) )]
61 original _dataset2_mod23[0] = original _dataset2 _mod2[0] + traslacion_x
62 original _dataset2_mod23[1] = original _dataset2 _mod2[1] + traslacion_y
&3

G4 repulsion_x = (centroide_gnral _x — [np.mean|original _dataset2 mod23[0]) )]
(3 repulsion_y = (centroide_gnral_y —(np_mean{original _dataset2 _mod23[1])])
GE

67 if (repulsion_x < 0}):

GE repulsion_xx = —-2.dsrepulsion_x

] if(repulsion_x > 0):

0 repulsion_xx = -2 dsrepulsion_x

1 if (repulsion_y < 0):

72 repulsion_yvy = -2 dsrepulsion_y

7a if (repulsion_y > 0):

74 repulsion_yy = —2.dxrepulsion_y

76 original _dataset2 _mod233=np. zeros ({2 ,len{original _dataset2 _mod2[0])))
i original _dataset? _mod233[0] = original _dataset2 _mod23[0] + repulsion_xx
7B original _dataset2 _mod233[1] = original _dataset2 _mod23[1] + repulsion_yy
™ plt.scatter{original _dataset? _mod233 [0] , original _dataset? mod233[1])

B0 datadl = np.array([original_dataset2 _mod233[0] . original _dataset2 mod233[1], datd])
81 datadl = np.transpose (datadl)

B2 array_final.append(datadl)

B3 return array_final

Figura 34. Codificacion del analisis de componentes principales (2 de 2).

3.3.2. Pruebas unitarias.

Inicialmente se habian planteado las 4 distribuciones probabilisticas estadisticas de la Figura

35, donde cada una presenta un cambio de variabilidad distinto y determinado por su modelo

general.
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Figura 35. Distribuciones probabilistas.

Sin embargo, estas distribuciones han sido sometidas a dos pruebas para la implementacién
de las mismas dentro de la generacion de datos artificiales del Cluster CV2, donde la que ha
representado un comportamiento inusual ha ido la distribucion Cauchy, segln se presenta en la
Figura 36, La distribucion presenta muestras altamente separadas del centroide general,

alcanzando valores en los cientos.
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Figura 36. Distribucidn espacial de las muestras probabilistas.
Por lo tanto, para determinar la morfologia de grupos, se ha presentado en la Figura 37 el
histograma de valores, evidenciando la alta variabilidad de la distribucion Cauchy y los dos

grupos a encontrar en el resto de las distribuciones.
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Normal Cauchy Laplace Logistic
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Figura 37. Histogramas de las distribuciones probabilisticas.

Adicionalmente se evidencia que las distribuciones Normal y Laplace presentan una
tendencia a dividir las muestras de un grupo en dos, elevando la complejidad de la deteccién de
las muestras, siendo la Figura 38 las matrices de distancias para cada una de las distribuciones,

debido a que los valores son altamente variables.
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Figura 38. Matrices de distancias para las distribuciones probabilisticas.

De esta manera, cada una de las similaridades contenidas en la matriz de distancias es
normalizada usando sus valores maximos y minimos, tal como se presenta en la Figura 39,
evidenciando un leve cambio, lo cual indica que a pesar de que se encuentra normalizada, la

matriz sigue conservando alta variabilidad (Navidi, 2006).
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Figura 39. Matrices de distancias normalizadas.
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Por consiguiente, se aplica el limiar propuesto por el trabajo de (Jaimes, Castro, Torres,
Silva, & Braga, 2017), donde la matriz reduce su variabilidad significativamente (ver Figura 40)
para lograr una debida identificacion de los grupos. Adicionalmente, en la misma se identifica en
las afinidades de la distribucién Cauchy no evidencian claramente la presencia de grupos, pues
como se habia previsto desde a Figura 36, la distribucion tiene sus muestras muy dispersas para

un enfoque espacial.

Normal Cauchy Laplace Logistic

Muestras
Muestras
=1
2

o 100 200 300 400 500 0 100 200 300 400 o 100 200 300 400 500 o 100 200 300 400 500
Muestras Muestras Muestras Muestras

Figura 40. Matrices de distancias normalizadas y limiarizadas bajo el criterio del Cluster
CV.

Finalmente, en la Figura 41 se presenta la identificacion lograda para la distribucion Normal
y Laplace, donde se evidencia problemas previstos en la Figura 36, la cual evidenciaba la

tendencia a generar 3 grupos.
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Figura 41. Identificacion de k-grupos lograda.
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3.3.3. Codificacion de ayudas.

Con lo anterior, generalmente ha sido necesario usar métodos de ayuda que expliquen o
dinamicen la aplicacion del Cluster CV2 por el usuario, para lo cual se ha desarrollado un
sistema de ayudas para las funciones generales de datos, donde la persona llama el método:

clusterCV2helper(‘makeDistacia’)

El cual regresa un texto ilustrando los procedimientos con el método definido, ademas de
una lista de ejemplos, los cuales disponen de una manera sencilla de llamar y probar. En el caso
de que no se encuentre la funcion especificada por el usuario, este dara algunas instrucciones de
cdémo usar el asistente, ademas de presentar las opciones basicas con este.

3.4.  Pruebas de funcionamiento

Esta seccidn esta enfocado o evaluar el desempefio del abordaje usando datos sintéticos y
reales, donde cada uno presenta un comportamiento diferente, dependiendo de las situaciones
tedricas planteadas para cada una. Por esto, inicialmente se crean las rutinas de estructuracién de
datos sintéticos, con informacion a priori suficiente para evaluar la calidad del agrupamiento;
seguidamente se presenta el modo de ejecucidn para datos reales, estos son mas complicados,
pues no se tiene informacion a priori acerca del grupo al cual deberia ser atribuido.

3.4.1. Datos sintéticos.

En la seccidn de pruebas unitarias, se dio una breve demostracion del comportamiento de un
conjunto de datos generados de manera artificial, por lo cual se ha estructurado los métodos de

creacion de datos sintéticos de la siguiente manera:
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I || def unbalancedData(s):
2 nc2 = 800

ncl = 100
xcl = (s*np.repeat(np.random.normal(size=ncl) ,
2) )+ np.matrix. transpose(np.repeat (np.array ([4,2.5]) ,
6 ncl))
7 xcl = np.transpose(np.reshape(xcl,(2,100)))
8 ycl = np.repeat(2,ncl)
9 xch = (s*np.repeat (np.random.normal(size=nc2) ,
10 2)) + np.matrix.transpose (np.repeat (np.array ([5,2.5]),
11 nc2))
12 xch = np.transpose (np.reshape(xch,(2,800)))
13 yeh = (np.repeat(1,nc2))
14
15 xin = np.concatenate ((xcl ,xeh))
16 yin = np.concatenate ((ycl,yeh))

18 datalN = pd.DataFrame(np.column_stack ((xin,yin)))
19 dataIN .to_csv( 'datalN.txt ' ,index=False , header=None)

21 return [xin,yin]
Figura 42. Rutina para datos sintéticos desbalanceados.

Para un conjunto de muestras desbalanceadas de distribucion Normal, donde se define un
namero fijo para la cantidad de muestras totales en cada grupo, siendo de esta manera etiquetada
al mismo tiempo que se van generando. Seguramente el concepto de muestras desbalanceados ha
sido uno de los interrogantes de la afirmacién anterior, por lo cual, en Cluster CV2 se ha tomado
el concepto de conjunto de datos con muestras desbalanceadas a aquel donde sus grupos no
poseen aproximadamente la misma cantidad de muestras, siendo de esta manera creada por otro
lado el método de muestras balanceadas, asumiendo 5 grupos con igual cantidad muestras

contenidas para cada grupo:
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def balancedData(s):
nc = 180
xcl = s#(np.repeat (np.random.normal(size=nc) ,
2)) 4+ np.matrix.transpose(np.repeat(np.array ([4,2.5]),
nc))
xcl = np.transpose(np.reshape(xcl,(2,180)))
ycl = (np.repeat(5,nc))
xc2 = (sxnp.repeat (np.random.normal(size=nc) .
2)) 4+ np.matrix.transpose (np.repeat (np.array ([3.4]),
nc))
xc2 = np.transpose(np.reshape(xc2,(2,180)))
yc2 = (np.repeat(4,nc))
xc3 = (s*np.repeat (np.random.normal(size=nc)
2)) 4+ np.matrix.transpose(np.repeat(np.array ([4.2,5]),
nc))
xc3 = np.transpose(np.reshape(xc3,(2,180)))
yc3 = (np.repeat(3,nc))
xcd = (s*np.repeat (np.random.normal(size=nc) .
2)) 4+ np.matrix.transpose(np.repeat(np.array ([5.,3.5]),
nc))

Figura 43. Rutina de creacion de datos balanceados (1 de 2).
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xc4d = np.transpose(np.reshape(xcd,(2,180)))

ycd = (np.repeat(2,nc))

xch5 = (s*np.repeat (np.random.normal(size=nc) ,
2)) + np.matrix.transpose (np.repeat (np.array ([5,2.5]),

nc))

xch5 = np.transpose(np.reshape(xcl, (2,180)))

yc5 = (np.repeat(1,nc))

xin = np.concatenate ((xcl ,xc2 ,xc3 ,xcd xchH))
yvin = np.concatenate ((ycl, yc2, ,yc3,ycd, ych))

datalN = pd.DataFrame(np.column_stack ((xin,yin)))
dataIN .to_csv( 'datalN.txt’ ,index=False , header=None)

return [xin,yin |

Figura 44. Rutina de creacion de datos balanceados (2 de 2).

Estas funciones se repiten para cada tipo de distribucion, donde el cambio es determinado

por el modelo de cada una de ellas, queda mencionar que la distribucién Cauchy a representado
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un caso critico para el mismo agrupamiento, por lo que no ha sido considerada dentro de los
generadores de datos sintéticos y reservado su analisis hasta la demostracion presentada
previamente en las pruebas unitarias.

3.4.2. Datos reales.

Para esta seccion, se ha realizado una busqueda de bases de datos con informacion cruday
procesada, donde generalmente, otros autores no presentan los datos crudos, en vez de esto, se
presentan dichos datos procesados y de manera generalizada, en los casos donde han se dispuesto
los datos para replicar el trabajo realizado por los mismos. Debido a esto, después de dos meses
de busqueda sin mayor resultado, se ha encontrado tres bases de datos bajo la disponibilidad de
este proyecto: la primera consiste en 244 mediciones de campo eléctrico, magnético y potencia
de radiacion realizadas en el campus UFPS (Beltran Ortega, Guevara lIbarra, & Mendoza Garcia,
2018); el siguiente conjunto de datos fue adquirido en un trabajo de investigacién presentado en
el encuentro quinto internacional de investigadores en materiales y tecnologia de plasma
(Contreras Contreras, Dulcé-Moreno, & Ardila Melo, Arduino data-logger and artificial neural
network to data analysis, 2019), consistiendo en datos de un sistema térmico para incubacion de
huevos de aves domésticas; la tercera base de datos, fue obtenida por un egresado de la UFPS,
quien solicitd y obtuvo datos meteoroldgicos del IDEAM (Ortiz Diaz & Sepulveda Mora, 2018);
y finalmente, la Gltima base de datos usada, consiste en las 19 imagenes satelitales facilitadas por
el Laboratorio de Inteligéncia e Tecnologia Computacional de la Universidade Federal de Minas
Gerais. De las bases datos mencionadas previamente, se ha abordado la de radiacion no ionizante
puesto que es un trabajo basado en una campafia de mediciones con un analisis estadistico medio
y el conjunto de datos para el sistema térmico, pues hasta este punto, se han logrado interesantes

para cada uno. Los datos de variables meteorologicas del IDEAM e imagenes satelitales son
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bastante amplios y con estudio estadistico bajo, ademas de requerir una extensa depuracion de la

informacion.

3.4.2.1. Radiacién no ionizante.

-+ Valor medio Equipo p
—e— Valor medio Estadistico
10

08

06

Campo eléctrivo (V/m)

04

02

Mediciones

Figura 45. Mediciones de campo eléctrico medio.

El Grupo de Investigacion y Desarrollo en Electronica y Telecomunicaciones, mediante el
desarrollo de un trabajo de grado en medidas de radiacidn no ionizante, dispuso las medidas
obtenidas en el siguiente aplicativo web, donde han sido depuradas con respectos al rango de
medicién establecido de 0 a 20 V/m para campo eléctrico. Estas medidas fueron obtenidas en
una campafia de mediciones realizadas en la Universidad Francisco de Paula Santander en el
trabajo de grado (Beltran Ortega, Guevara lIbarra, & Mendoza Garcia, 2018), dando como
resultado los valores de la Figura 45, con la media obtenida directamente desde el equipo y la

calculada con los pardmetros de variabilidad estadistica almacenados en la base de datos.
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Figura 46. Mediciones de potencia de radiacion media.
De esta manera el equipo arroja la medida de potencia de radiacion (ver Figura 46),
asumiendo que el medio es el aire, es decir, caracteristicas isotdpicas para campos

electromagnéticos.
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Figura 47. Mediciones de campo magnético medio.

Y de la misma manera se estima el campo magnético, completando las componentes del
campo electromagnético y graficando el campo magnético en la Figura 47.

3.4.2.2. Sistema de adquisicién de datos.

Sin embargo, obtener datos reales en la literatura ha sido una tarea laboriosa, aunque se
consiguen gran cantidad de repositorios, la mayor parte de ellos no son de tipo exploratorios,

pues son datos procesados y clasificados o para elaboracion de clasificadores, entrenandolos con
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entrada y salidas conocidas. Por consiguiente, en este trabajo se abordo la construccién de un
sistema embebido de adquisicion de datos usando la tarjeta de desarrollo arduino, financiado por
el Semillero de Investigacion UFPS-Foristom en Instrumentacion y Materiales. El sistema final
se presenta en la Figura 48, donde se elabordé el esquema apuntando a monitorear las variables
termodinamicas de un sistema de incubacion artificial de aves domésticas.

El desarrollo de este producto se deja en el Anexo C, donde se presenta las caracteristicas de
construccién, ensamble, metodologia, valoraciones y aplicabilidad, como también el resumen
general de este (Contreras Contreras, Dulcé-Moreno, & Ardila Melo, Arduino data-logger and

artificial neural network to data analysis, 2019).

Temp. Sensors - (e
and RH TRHVI Board — Monitor
Serial
to USB
Digital ©

Communications /

o T microSD
Panel Atmega328 ‘
— P card

Figura 48. Flujo de datos para monitoreo de sistemas termodindmicos y variables

ambientales.

3.4.3. Ejecucion continua.

Finalmente, para evaluar efectivamente los costos computacionales del algoritmo, se ha
elaborado la estructura modular presentada abajo, pues esta asegura la ejecucion continua de
pruebas usando muestras aleatorias y guardando la informacion relevante de las métricas de

validacion en el almacenamiento del entorno de ejecucion:
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Adicionalmente se almacenan y monitorea las variables externas al algoritmo, como los son
el consumo promedio de memoria RAM y velocidad del procesador, donde la arquitectura
modular aplicando el paradigma de programacion procedimental asegura la reduccion de estos

costos al evitar variables globales y operando internamente en cada método.

import o=

import pandas as pd

import time

from pro_clusterCY import desvalan

from pro_clusterCY import walan

import funciones

import artificialData

from wvalidation mmport sstadistica as criteria

def experiment] (sd, title ,veces):
print( "Iniciade: 7 time.stritime (" %"))
computer _path = os.environ [ HOMEPATH' |
oz . mbidir [ computer _path+ "4\ GitHub\ ) Cluster—CVI\\ artificial WVWETSIV AN "+Eitle )
os - chdir [ computer _path+ "%\ GitHub\} Cluster—CVI\\ artiFrcial WVWETSIVAZDTGY S "+Ea1tle )

n_proba = 0
n_correctas = 0
l_correctas = []
while n_correctas < weces :

os . midir{ "proba "+atr{n_proba))

os . chdir{ "proba "+str {n_proba))

print{ 'Prueba: " n_proba)

acierto = valan{=d)

1f acierto:

n_correcktas += 1

l_correctas . append{n_probal

if n_proba = weces: h:

b reak

priont{ "Prueba " n_proba,’ completada™)
n_probas += 1

os. chdir{ computer_ path+ "\ CitHub'\ Cluster -CVI ) STIIV A2, "+Eitle )
pd - DataFrame( | _correctas )  to_csv | "probal _txt " [index=False |
header = None, sep=",7"]
pd - DataFrame( | _correctas)  to_cev{ "correctas  txt’
index=False , header=None, sep=","]
| report=pd . DataFrame [ [| "Fecha’, 'No. proebas','No. exitosas’, 'No. fallidas’],

[time . strftime (™ %" ) ,n_proba ,n_correctas ,
n_proba—mn_correctas|])

report . to_cev [ "report . ixt T,
index=False , header=None, sep=","]
print{ "Finalizado : " time. strftime (" %" ) )
os - chdir [ computer _path+ "%\ GitHub'\} Cluster—CVIV\ STSIVA20190Y 7Y

return report

Figura 49. Sistema automatico para pruebas masivas.
3.5. Entrega
Después de obtener el producto estable y funcional de la metodologia, se ha preparado el

mismo para su divulgacién y adaptacién a aplicaciones externas de este trabajo, por lo que esta
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seccion divide el procedimiento de entrega en tres etapas: la elaboracidn del manual, donde el

usuario logre aplicar el Cluster-CV2 rapida y eficientemente sobre sus datos; seguido de la

documentacion del codigo con los herramientas propias de los lenguajes de programacion; y

finalmente, la distribucion al pablico bajo licencia MIT en un repositorio en linea de GitHub.
3.5.1. Elaboracion del manual.

Teniendo clara la cantidad de atribuciones diferentes para abordar una base de datos real, se
ha elaborado una plantilla de ejecucion para datos reales, donde el usuario debe variar o definir
las variables que ha de someter a la metodologia, debido a que tedricamente podria existir una
Hipdtesis previa o suposicion de como las atribuciones se deben comportar. A continuacion, se

presenta el trecho de codigo de como procesar los datos de radiacion no ionizante:

Checking what operative system 1is
2 || computer _path = OSpath.OSpath()
route = computer_path+’/GitHub/Cluster —-CV2’

J

changing directory
6 ||#0s.chdir(’/Users/Ghiordy F. Contreras/GitHub/Cluster —-CV2/")
os.chdir(route)

9|l 77" Seleecteing directory with data set

10 ||#o0s.chdir(’/Users/Ghiordy F. Contreras/GitHub/ProjectBackup/data’)

12 || 77" Read data set dependently from its format

Figura 50. Verificador de sistema operativo.
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13 ||##data = pd.read_csv( 'maye.csv’) # crossfit

14

15 Organizing data with its features and instances

16 || XIN = pd.read_csv(’data/radiation —non—ionizant /radiationNONiocOPEN . csv ")
17 || xin = XIN.values

18

19 similarity metric used into a matrix

20 ||m = makeDistancia.makeDistanceM (xin [: ,[3,6 ,9]])

.

22 Carring to [0,1] range of values — Norming

23 ||n = makeNormalizacao . makeNorm (m)

24

25 Math tresh using data variability

26 || 1 = makeLimiar.makeThresh(n,1.3) #1.5

.

28 Computer vision identification of k—clusters

20 || result = makeLabel. makeCVlabeling ( 'M2. png ")

30 || print (time.strftime (" %”),’ was detected k—clusters: ' result[1])
31 || plt .imshow (1 ,cmap="gray ')

Figura 51. Selector de atribuciones objetivas.

En el cual, se ha de revisar parametros del entorno de ejecucion como el sistema operativo,
pues los datos reales son almacenados en formato comma separated value (CSV), el cual se
encuentra en el almacenamiento interno del entorno y debe ser diseccionando correctamente
desde el directorio raiz. Seguidamente, se seleccionan las atribuciones que se desean someter,
indicandolas en la variable “xin”, el cual el trecho de cddigo las almacena bajo el formato de
matriz numpy; para finalmente aplicar la metodologia desde la linea 19 a la 31.

3.5.2. Documentacidn del cédigo.

Por consiguiente, se ha documentado el codigo en python usando los “docStrings”

proporcionados por el mismo lenguaje de programacion, un ejemplo se presenta a continuacion:

1 Checking what operative system is

2 || computer _path = OSpath.OSpath ()

3 || route = computer_path+’'/GitHub/Cluster -CV2’

4|l 77" changing directory '’

5 ||#os.chdir (' /Users/Ghiordy F. Contreras/GitHub/Cluster—CV2/ ")
6 || os.chdir(route)

Figura 52. Ejemplo de documentacion y comentarios.
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Donde el texto en verde representa funcionalidades y especificaciones del trecho de cddigo
siguiente, adicionalmente se afiaden comentarios, la mayor parte de ellos se comportan como
alternativas secundarias de ejecucion o como sugerencias en caso de que algo falle. Por otro
lado, el codigo esta estructurado con el paradigma de programacion procedimental, la cual
permite aplicar la arquitectura modular que presenta el Cluster-CV2, mencionada en la siguiente
seccion, de esta manera cada codigo generalizado esta hecho de la manera que se lea
directamente en lenguaje natural, para el caso de que el usuario lea en inglés. Finalmente, para la
documentacion del Cluster-CV2 se ha aprovechado la herramienta proporcionada por el GitHub:
el “README.md”, la cual permite presentar una introduccion del aplicativo, afiadiendo ademas
de parametros técnicos, licencia, ejemplos y los autores del trabajo, con sus respectivos
curriculums vitae (Ver Anexo 1).

3.5.3. Distribucion al publico.

Teniendo la documentacion preparada, se procede a cargar, organizar y liberar el
ClusterCV2 bajo el repositorio de GitHub con los codigos en R y Python, creados usando los
softwares de Spyder y RStudio, donde la organizacion de archivos ha quedado como se presenta
en la Figura 53, de manera que se evidencien los archivos basicos, la plantilla disefiada a modo

de manual de usuario, los datos usados y con los cuales se han desarrollado las pruebas.
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Figura 53. Sistema general de archivos en el repositorio de GitHub.

Sin embargo, la Figura 53 solo da un vistazo general del repositorio, debido a la gran
cantidad de archivos, principalmente de cddigo, por el que ha sido necesario dar claridad en la
Figura 54(a) se presenta los archivos usados en las rutinas de datos sintéticos artificiales, tanto de
creacion, procesamiento y valoracion con las métricas de la matriz de confusion para
agrupamiento de datos ; seguidamente, la Figura 54 (b) presenta las mismas tareas de la Figura

54 (a), con la excepcion de que estos estan enfocados para datos reales.
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Figura 54. Sistema de archivos en GiHub.

Por Gltimo, se tiene la Figura 54(c), en la cual se ha presentado los cuadernos de pythony R
que han sido usados en las pruebas unitarias, estas han sido las que determinaron los parametros
de valoracion en cada operador, donde a medida que se ejecutaban las pruebas, se iba
corrigiendo la densidad con la que se aplicaba cada filtro de vision computacional, inclusive

desde la reduccion de variabilidad en la matriz de distancias.
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4. Resultados

Este capitulo presenta los aportes relevantes obtenidos al aplicar la metodologia del Cluster
CV2 sobre datos sintéticos y reales, las consideraciones tomadas en cuenta para lograrlos y el
resumen de los mismo, generalmente en tablas, donde: la primera seccién muestra los resultados
con las métricas de validacion de Silhouette y presision, ademas de una estimacion del costo
computacional en la ejecucion del algoritmo; en la segunda seccion se presenta, la aplicacion del
Cluster CV2 sobre datos reales, las consideraciones tomadas en cuenta tanto para la adquisicion
y tratamiento de dichos datos; y finalmente, en la tercera seccion se presenta la divulgacién de
resultados realizadas, acerca de los resultados obtenidos y la funcionalidad del Cluster CV2
4.1. Datos sintéticos

Con el objeto de validar la metodologia se han abordado las métricas de validacién (Rendon,
y otros, 2011): Precision, Recall, Jaccard y Silhouette, para datos sintéticos (Halkidi, Batistakis,
& Vazirgiannis, 2002), pues son estos son los que cuentan con informacidn a priori con las
cuales evaluar el rendimiento de las operaciones ejecutadas (Halkidi M. a., 2002).

4.1.1. Pruebas unitarias.

En el disefio de experimentos se habia planteado el desarrollo 2 de estos con cada tipo de
distribucion, donde se iteraba diez veces variando los pardmetros del conjunto de datos, es decir,
en el experimento uno se habia tomado 900 muestras aleatorias usando la distribucién Normal,
para el cual se vario la desviacion estandar desde 0.1 hasta 0.5, siendo este valor, el que
representa

el indice de superposicion entre muestras, resumiendo los pardmetros de experimentacion en
la Tabla 7. Teniendo en cuenta esto, en la Figura 55 se resume una de las iteraciones realizadas

sobre un conjunto de datos sintéticos con 5-grupos definidos previamente, del cual se ha logrado
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la correcta identificacion usando la matriz de similaridad entre muestras de la Figura 55(a),

donde se encuentra la informacion visual acerca de la afinidad entre muestras, seguidamente al

ser procesada con el método de vision computacional de los Algoritmos del 2 al 10, ademas del

algoritmo canny presentado en la Figura 16, cuyos grupos posteriormente fueron sometidos al

proceso de descomposicion de la matriz de covarianza en auto valores y auto vectores,

obteniendo los componentes de dispersion y propagacion en los auto vectores, usando el sentido

de orientacion cartesiano supuesto por las librerias de pythony R.

Tabla 7. Modo de experimentacion para pruebas unitarias.

Variable

Valores

Distribuciones
Desviacion estandar
NuUmero de muestras
k-grupos

Iteraciones

Normal, Laplace

0,1:0,2;0,3;0,4: 0,5

900
2:3:4:5

10

Distances matrix D(x;, x;).

100
200
300
400

500

700 1

800

(a) Matriz de similaridad.

400 i

k Number of clusters Identification.

+f SR L

100 4
200

300 4

500"

600 -

900 +——1 - ; L
0 200 400 600 800

(b) Identificacién espacial.

New Linear space.

+ &

(c) Proyeccién lineal.

Figura 55. Ejemplo del experimento 1 con 5-grupos, sqs= 0,3 y distribucién normal

gaussiana.
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En la Figura 55 (c) se presenta de esta manera la correccién de la superposicion entre
muestras al rotar y trasladar los grupos, en funcién de los angulos de propagacion y dispersion,
magnitudes y centroides obtenidos desde el andlisis de componentes principales sobre las 2
atribuciones del conjunto de datos, definidas matematicamente en la ecuacion (46), donde sigma
es el area de la campana gaussiana tomado, determinado aleatoriamente, los valores de 4y 2,5

son semillas definidas con el objeto de asegurar un superposicion de muestras entre los grupos.

[ 1 _(x—p;)z A ]
S * e 20 +
o = | ¢ V2no? (46)
’ [ LS 5J
Sp * e 20 ,
\V2mo?

Finalmente, en la Tabla 8 se presenta las métricas de validacion que han evidenciado la
concordancia del grupo obtenido para muestra y la precision en el agrupamiento, donde otros
trabajos como (Serra & Tagliaferri, 2016) han obtenido amplias variaciones del +0,1 entre las
métricas de precision, recall y jaccard, siendo el caso del Cluster-CV2 la variacion inferior al
+0,00001, es decir, en el rango de cifras significativas asumidas son iguales, especialmente
donde el Unico trabajo previo que sobrepasd mas de 2 cifras significativas ha sido el de (Jaimes,
Castro, Torres, Silva, & Braga, 2017).

Tabla 8. Experimento 1 para 5 distribuciones normales con 10 iteraciones.

Sd Silhouette Precision k-grupos
0,1 0,6936+0,0026 0,9951+0,0005 5
0,2 0,5745+0,0095 0,9959+0,0008 5
0,3 0,4470+0,0087 0,9948+0,0019 5
0,4 0,3393+0,0142 0,9928+0,0028 5

0,5 0,2046+0,0155 0,4971+0,0015 4




101

En este experimento, se presenta un fendmeno similar, pues la identificacion de los grupos
para el caso de variar la desviacion estandar en s; = 0,5, significa el unir dos grupos, pues las
semillas planteadas aseguran la superposicion de muestras de diferentes grupos desde 0,1, tal
como se evidencia en la Figura 56, el cual presenta un experimento para la condicion
mencionada previamente y sus respectivos rétulos después del proceso de identificacion por

vision computacional.

Figura 56. Ejemplo del experimento 1 con 5-grupos, s¢ = 0,1 y distribucion normal
gaussiana.

Continuando, con el experimento nimero 2, se aborda el caso de muestras desbalanceados,
lo cual contrario al anterior experimento, grupo presenta mucho mayor cantidad de muestras con
respecto al otro, es decir, en el ejemplo presentado en la Figura 57 se aborda las secuencias de
(a)-(c) de la misma manera que se presentd previamente en la Figura 55, siendo para este caso la
desviacion estandar de s; = 0.4, el nUmero de muestras se mantiene en 900, pero con solo 2-

grupos, el cual uno contiene 800 muestras y el otro tan solo 100 muestras.
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New Linear space.

(a) Matriz de similaridad. (b) Identificacién espacial. (¢) Proyeccién lineal.
Figura 57. Ejemplo del experimento 2 con 2-grupos, s«= 0,4 y distribucion Laplace.

El comportamiento de la matriz de similaridad se ha mantenido, pero en las operaciones de
vision por computadora las operaciones han evidenciado que entre méas grande es el nivel de
superposicion, el grupo con mayor cantidad de muestras tiende extenderse a los alrededores del
otro grupo, siendo este el caso extremo, por lo que la condicion del centroide ha asegurado la
superposicion entre las muestras de los grupos, incluso para el nivel mas bajo de superposicion
de s; = 0.1, y evidenciando la conservacion de la distribucién tanto en R como python (ver la
Figura 58). Adicionalmente en la validacion, se ha afiadido la métrica de Silhouette a la nueva
base de datos, obtenida después de aplicar la correccion de la superposicion entre muestras,
donde los resultados de la Tabla 9 demuestran alta concordancia, aunque la distribucion de los

datos de la Figura 58 intenta tener una dispersion y propagacion alta con respecto al resultado de

la Figura 56.
3.25
o
| 3.004 . - - .-.
2.75 .'Q.. .... K
= o
; 2509 o “5: '05 |’
= o - . - .'
2,25 L -
2,00 .
[T .
T T T T T 1.75
2 3 4 5 6 7 .
1,50 . . . . T T
xin[, 1] 35 4.0 4.5 5.0 5.5 6.0
(a) RStudio (b) Python

Figura 58. Datos desbalanceados graficados con sus rétulos asignados.



Finalmente, con las ejecuciones de las pruebas unitarias, se ha logrado corregir los

parametros de ventana operativa sobre las matrices de similaridad con las distancias abordadas,

siendo para este caso suficiente con la distancia Euclidiana, debido a su comportamiento

estadistico, incluso el método de identificacion usando visidn por computadora adquirio los

siguientes kernels funcionales presentados en la Figura 59.

Tabla 9. Experimento nimero 2 para 2-grupos con datos desbalanceados y 10 iteraciones.

Sd Silhouette Precision Post-silhouette
0,1 0,7989+0,0052 0,9933+0,0000 0,9762+0,0002
0,2 0,6272+0,0037 0,9932+0,0010 0,9568+0,0009
0,3 0,4697+0,0002 0,9946+0,0003 0,9362+0,0013
0,4 0,3664+0,0148 0,9946+0,0054 0,9184+0,0033

1 Using : ..... T

2 || eriteriaCVopen3x3 = 0.003 # 3x3/9

3| kernel _3x3 = int (criteriaCVopen3x3x*long)

1 ||#Another criteria

5 || eriteriaCVopen3x3 = 0.003 # 3x3/9

6 || kernel _3x3 = int(criteriaCVopen3x3xlong)

7 || eriteriaCVopenbx5 = 0.005 # 5x5/25

g || kernel _5x5 = int (criteriaCVopenbxb5*long)

9 || eriteriaCVopen20x20 = 0.005 # 20x20/400

10 || kernel _20x20 = int(criteriaCVopen20x20xlong)

11 || criteriaCVopen25x25 = 0.03 # 5x5/25

12 || kernel _25x25 = int (criteriaCVopen25x25+long)

Figura 59. Kernels funcionales.

Optimizacién para datos masivos.

Con el algoritmo estable en la identificacion, se procede a realizar experimentacion masiva,

es decir, elevar el nimero de iteraciones de la Tabla 7 a 100 iteraciones, donde en cada sesién de

experimentacion usando la metodologia de pruebas unitarias se alcanzaba a analizar 3,6x10°
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muestras en aproximadamente 18 horas. Al aumentar el nimero de iteraciones a 100, ejecutando
en arquitectura modular, se alcanza a abordar 3,6x10° muestras en un tiempo promedio de 6,6
horas por sesién, consumiendo 880MB de memoria RAM para equipos un equipo con 2.5GHz
de procesador y dos ndcleos.

Asi, se ha obtenido los resultados de la Tabla 10, y al compararlos con la Tabla 8 se
encuentra que las métricas reducen su valoracion en (0.030 £+ 0.001), para el caso del primer
experimento.

Tabla 10. Experimento nimero 1 para 5 distribuciones normales y 100 iteraciones.

Sd Silhouette Precision k-grupos
0,1 0,6904+0,0036 0,9933+0,0000 5
0,2 0,5705+0,0075 0,9933+0,0008 5
0,3 0,4477+0,0132 0,9914+0,0021 5
0,4 0,3091+0,0225 0,9662+0,0584 5
0,5 0,2046+0,0155 0,4971+0,0015 4

Para el caso del experimento nimero 2, se han obtenido las variaciones, medianamente
similares a la Tabla 10, donde la métrica de post-silhoutte sigue arrojando resultados increibles
de concordancia y validez de los grupos obtenidos, tal como se resume en la Tabla 11.

4.1.3. Comparacion de resultados.

Como parte de la discusién de los resultados para datos sintéticos, ha sido implementado la
técnica k-mean y Fuzzy c-means usando los trabajos de (Zhang, Wang, & Zhang, 2007),

aplicando la experimentacion masiva sobre las mismas muestras con los dos algoritmos,
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obteniendo los resultados de la Tabla 12, en la cual se ha resaltado en negrita aquellos resultados

con el mayor indice respecto a la métrica aplicada.

Tabla 11. Experimento nimero 2 para 2-grupos con datos desbalanceado y 100 iteraciones.

Sd Silhouette Precision Post-silhouette
0,1 0,7992+0.0059 0,9933+0,0000 0.9647+0m0011
0,2 0,6197+0.0138 0,9930+0,0011 0.9315+0,0028
0,3 0,4662+0.0239 0,9932+0,0052 0.8997+0,0067
0,4 0,3551+0.0213 0,9917+0,0035 0.8689+0,0086

De lo cual, el Cluster CV2 ha logrado obtener valoraciones comparables con los algoritmos

tradicionales, donde se ha elevado el costo computacional a 0(n?) con respecto al k-means,

siendo n el nimero de muestras contenidas y manteniendo un costo inferior al agrupamiento

Espectral 0(n?).

Tabla 12. Comparacién de resultados con las técnicas tradicionales.

Cluster CV2 k-means c-means
- Silhouette  Precision Silhouette  Precision Silhouette  Precicion
0,1 0,6904 0,9933 0,5912 0,5541 0,8446 1,0000
0,2 0,5705 0,9933 0,6894 0,9867 0,6893 0,9845
0,3 04477 0,9914 0,5537 0,4498 0,5518 0,4499
0,4 0,3091 0,9662 0,4923 0,3734 0,4909 0,3722
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4.2. Datos reales

Esta seccion se ha dividido en los tres analisis completados al momento de la elaboracién de
este documento, donde primero se aborda la implementacion del sistema de adquisicion de datos
con el objeto de optimizar el proceso de consumo energético en un sistema de incubacion de aves
domésticas y seguidamente se presenta el abordaje sobre las medidas de radiacion no ionizante.

4.2.1. Temperatura, humedad relativa, voltaje y corriente.

Como se menciond en la metodologia, se ha implementado un sistema de adquisicion de
datos sobre un sistema de incubacion de aves domésticas, donde las especificaciones del mismo
se deja en el Anexo 3, en esta parte se presenta el analisis de agrupamientos para sistemas
termodinamicos y de optimizacion energética consumida, donde los datos obtenidos consisten en
25 archivos en formato CSV, tomados en 50 dias de pruebas y retroalimentacidn, pues gran
cantidad de los datos requirieron ser depurados. Finalmente, dentro del anélisis se encontrd un
gran cantidad de muestras al concatenar todos los archivos, por lo cual se seleccionaron los datos
del altimo experimento con ejecucién continua durante 5 horas, arrojando un total de 16429
muestras y 7 atribuciones para cada una, las cuales son: tiempo, temperatura en la fuente de
calor, temperatura en la incubadora, humedad relativa en la fuente, humedad relativa en la
incubadora, voltaje de la resistencia (fuente de calor) y corriente en la resistencia. Teniendo claro
el conjunto de datos, se le aplicado el Algoritmo 2, arrojando la matriz de similaridad de la

Figura 60, la cual es la matriz de similaridad entre las muestras del conjunto de datos abordado.
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Figura 60. Matriz de similaridad para las 16429 muestras y sus 7 atribuciones.

Debido a que son 16429 muestras, la matriz de similaridad presenta dimensiones
16429 x 16429, lo cual a nivel computacional tiende a ser costoso, abordar mas muestras
elevarian significativamente el costo computacional y probablemente se requiera una maquina
con mas de 4GB de memoria RAM. Sin embargo, con esta matriz de similaridad ha sido
suficiente para encontrar tres grupos o zonas de operacion de un sistema térmico, pues de la
Figura 60 se ha obtenido la Figura 61 al aplicar un rotulado clasificar con los grupos obtenidos

previamente, en este caso 3.

—8— No controlado —8— No controlado
—f@i— Estado transitorio 604 == Estado transitorio
—i— Estado estable —&— Estado estable

s 951
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=
&

a

u u u T T T T u T T T u T
25 30 35 40 45 50 55 24 26 28 30 32 34 36
Temperatura (°C} Temperatura (°C)

(a) Fuente de calor. (b) Zona de incubacién o carga.

Figura 61. Comportamiento de las variables de temperatura y humedad relativa.
De esta manera, los grupos obtenidos en el trabajo han representado la zona no controlada

del sistema, esta zona se presenta en la Figura 62, donde las leyendas han indicado una relacion
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inversa entre la humedad relativa y temperatura, dependiendo de la zona de afectacion en que se

esta midiendo las variables.

55 4 L 60
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Figura 62. Zona inestable o no controlada del sistema de incubacion.

El segundo grupo obtenido ha sido corroborado con las medidas de corriente, pues esta zona
pertenece a un estado transitorio de estabilizacion al actuar controlador binario, el cual asume
parametros de inercia y acumulacion de energia, ademas de la histéresis de los sensores de
medicion pues, aunque el DHT22 presenta una resolucion alta para este proceso, las decisiones
basadas en el tiempo y gradiente predominan para alcanzar la estabilidad. Los resultados de estos
procedimientos son presentados en la Figura 63 con sus respectivas leyendas.

Finalmente, el ultimo grupo de la Figura 61 representa aquella zona estable, donde las
variaciones de las variables de control se han consolidados en rangos pequefios tendiendo a
reducir la zona de oscilacién como se presenta en la Figura 64, ademas cabe destacar que a
medida que un controlador interviene en la planta, se van reduciendo los rangos de propagacion

de los datos a través de la escala, siendo el primer grupo el de mayor rango.



109

- 55
38 A

+ 50
” 36 4 45 2
v —a— Tresistencia =
o2F L =
° = Tincusanoaa 0 =
% 35 2
5 %2 ©
g k]
@ L 30 g
= 30 4 RHgesistencia E

—— RHcusanora i

28 1 - 20

A
0 250 500 750 1000 1250 1500 1750

Tiempo (s)
Figura 63. Zona de transicion a estado estable.
En este conjunto de datos no ha sido necesario aplicar la correccion de la superposicién, pues

este conjunto de datos no presentaba superposicion.
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Figura 64. Zona estable de operacion del controlador sobre el sistema de incubacion.

4.2.2. Medidas de radiacion no ionizante.

Continuando con la siguiente base de datos real, se encontrado que la variacion de las escalas
representa un factor importante en la hora de dar un peso cada una de las caracteristicas y de esta
manera obtener una matriz de similaridad bien comportada, por lo que en la base de datos de
radiacion no ionizante inicialmente se han normalizado las escala de las mediciones en la Figura
65, donde el campo eléctrico y magnético concuerdan con algunas variaciones, pues se debe

errores propias de la incertidumbre del equipo de medida.
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Figura 65. Normalizando las tres variables.

Seguidamente se habia planteado la Hipotesis de encontrar los grupos afiadiendo
atribuciones las tres atribuciones, el campo eléctrico, magnético y potencia de radiacion, sin
embargo, la matriz de distancias presentada en la Figura 66 ha demostrado que las variables
generan una matriz de afinidad con similaridades mal comportadas, sin informacion relevante

acerca de grupos de muestras.

Figura 66. Matriz de similaridad de la Hipotesis nimero 1.
Por lo que se propuso la supresion del campo magnético de las atribuciones, dejando los

campos eléctricos y potencia de radiacion, arrojando la matriz de similaridad de la Figura 67, con
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un comportamiento similar a la anterior, pues parecia ser que su relacion de medio isotrépico no

daba informacién acerca de grupos en el conjunto de datos.

Figura 67. Matriz de similaridad de la hipdtesis nimero 2.

Al ver que esta las dos Hipotesis anteriores no arrojaron resultados que representen los
grupos contenidos en el conjunto de datos, se abordo las Hipdtesis nimeros 3 y 4 en la Figura 68
siendo la primera con las atribuciones de campos eléctrico y magnético, y la segunda entre el
campo magnético y la potencia de radiacién, donde se evidencia que la similaridad entre
muestras generan una matriz de distancias sin grupos evidentes, inclusive para el método de
identificacion computacional.

De esta manera la revision literaria (Jain, Murty, & Flynn, 1999) ha presentado enfoques
para aplicar el agrupamiento sobre las caracteristicas, es decir, aquellos datos donde no se conoce
como operar sus atribuciones para conocer los grupos contenidos, se les aplica a los
agrupamientos a las atribuciones arrojando la matriz de la Figura 69, con evidentemente 3
grupos en el rango de medicion, asumiendo las contribuciones ponderadas en el procedimiento

de normalizacion de las muestras.
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(a) Ntmero 3. (b) Numero 4.

Figura 68. Matriz de similaridad de las hipotesis.

Figura 69. Matriz de similaridad de la hip6tesis nUmero 5.
De esta manera se elabord un andlisis estadistico para el trabajo dejado en el Anexo 3, siendo
evidentes las tres escalas de exposicion a radiacion no ionizante.
4.3.  Divulgacion de resultados

V semana, STSIVA 2019, 5" IMRMPT, 1°" Expresa tu ingenio, sustentacion publica
Finalmente, este trabajo ha sometido los resultados de investigacion a pares evaluadores en los
cuales se divulga el conocimiento adquirido y brevemente se reaccionaran a continuacion:

En el 2019 XXII Symposium on Image, Signal Processing and Artificial Vision (STSIVA),
realizado en la ciudad de Bucaramanga, se ha presentado un articulo cientifico, el cual se

encuentra publicado en y dejado en el Anexo 2 del presente documento, con los resultados
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obtenidos en la experimentacion masiva de datos sintéticos, ademas de la divulgacion de los
resultados en el evento en modalidad de ponencia oral (ver Anexo 6). Los resultados para
experimentacion de pruebas unitarias con datos sintéticos han sido en una ponencia en
modalidad de poster para el evento 5™ International Week of Science, Technology & Innovation,
en el cual se inicid la iteracion de correccion de parametros (ver anexo 5).

Por otro lado, el desarrollo del sistema de adquisicion de datos y el analisis de ellos han sido
divulgado en ponencia de modalidad poster 5" International Meeting for Researchers in
Materials and Plasma Technology (ver anexo 7), ademas de la publicacion de un libro de
resumenes con ISSN 2422-3824, y un articulo en la Journal of physics: conference series (ver
anexo 3).El sistema de adquisicidn de datos también ha sido aplicado para la creacién de una
libreria de Arduino en el monitoreo de variables de calidad del aire publicada por Arduino y
disponible con identificador Unico digital (Califa Urquiza, Contreras Contreras, & Ramirez,
2019).

Finalmente, los resultados de radiacion no ionizante han sido afiadidos al trabajo escrito del
Anexo 4 para una presentacion en modalidad poster de la Sociedad Colombiana de Ingenieros

titulado: I Muestra Nacional de Proyectos en Ingenieria (ver anexo 8).
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5. Conclusiones

Los softwares de Spyder y RStudio tienen el paquete de soporte suficiente para desarrollar
aplicaciones de agrupamiento de datos, vision por computadora y aprendizaje de maquina,
debido a que varios de los algoritmos disefiados, se encontraban previamente en las librerias de
estos softwares, incluso con un nivel de optimizacion significativamente alto.

Los lenguajes de Python y R presentan una sintaxis de alto nivel, especial para desarrollo
rapido de aplicaciones, reservando las caracteristicas de rendimiento y velocidad minima,
logrando los requerimientos funcionales rapidamente, lo cual a través de iteraciones se
perfecciona el sistema de agrupamiento y correccion de la superposicion.

Los resultados obtenidos al operar datos sintéticos de manera masiva, aproximadamente 3,6
millones de muestras por sesion, han evidenciado la efectividad para cada parametro entre los
que se tiene: el limiar, la ventana de convolucion y el factor correctivo, estos han sido los
principales potenciadores del algoritmo.

De los anteriores parametros se ha encontrado que para datos balanceados fue suficiente un
valor de umbral en 0,9sq4 en la definicion del limiar, representando una variabilidad de los datos
inferior al 10%, por otro lado, para datos de desbalanceados se ha determinado que este varia
entre 1,3sq a 1,75sq dependiendo de la relacion de un grupo con respecto al otro, pues de ser
demasiado pequefio <<0.001 no lograra tomarlo en cuenta en la identificacion espacial.

La metodologia aplicada ha demostrado abordar un problema de analisis de datos con las
herramientas de procesamiento digital de sefiales, aprendizaje de maquina e inteligencia
artificial, pues en la parte de pruebas unitarias se establecieron los parametros sobre los cuales el

algoritmo debia operar el conjunto de datos dependiendo de su variabilidad y dimensiones.
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La experimentacion con los datos de temperatura y humedad relativa han determinado el
comportamiento de un sistema de incubacion, donde se evidencia como un controlador cambia
modifica la propagacion de las medidas y establecer un criterio de control mas robusto ajustado a
las condiciones que alcanza una planta, en el caso abordado, se evidencian 3 zonas las cuales
fueron caracterizadas previamente usando la matriz de afinidad.

Por otro lado, el conjunto de datos de radiacion no ionizante ha evidenciado la Hipotesis de
realizar el agrupamiento sobre las atribuciones del conjunto de datos, de esta manera identificar
los rangos de concesion entre las atribuciones y cuales seria sus factores, pues un analisis de
cuartiles requiere definir el parametro de divisiones de la escala en 4, para el que un sistema no
paramétrico como el Cluster CV2, lograria dar un vistazo de cémo abordar los datos.

Las métricas de validacion han requerido de experimentacion masiva, pues al aplicar la
metodologia de pruebas unitarias, el nimero de muestras aleatorias abordadas es 10 veces
inferior al del sistema de ejecucidn para datos masivos, consumiendo mas tiempo de operacion,
donde la variacion de la métrica se conserva justo después de 100 iteraciones.

Al ejecutar los experimentos 1y 2 con un algoritmo difuso de c-means usando el k-means, la
métrica de silhouette es aproximadamente 0,1 mayor que las obtenidas por Cluster CV2, pero la
métrica de precision disminuye hasta 0.69 cuando el nivel de superposicion llegaa s; = 0.2y
por s; = 0.4 la precision alcanza 0.49, es decir, Cluster CV2 ha logrado puntajes superiores de
precisidn con respecto a las dos técnicas clasicas méas usadas, cuando se someten a una situacion
de datos superpuestos, sin mencionar que estos algoritmos requieren conocer el nimero k-grupos
a obtener.

La correccién de la superposicién entre muestras ha elevado el nivel de concordancia

obtenido con la métrica silhouette, pues al eliminar la superposicién entre grupos, las muestras
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tienen asignacion evidente a un grupo, suprimiendo la incerteza en la superposicion de muestras
de un mismo grupo.

Otro factor determinante en la correccion de la superposicion ha sido el factor multiplicativo,
pues este debia ajustarse automaticamente al aplicar el puntaje Fisher, de lo cual se han obtenido
variaciones desde 1,4 hasta 1,9.

El tratamiento de informacidn o datos reales generalmente es visto de manera ilegal, aun
cuando los datos son publicos, sin la debida autorizacion de los datos por parte de sus
recopiladores, estos no permitiran el procesamiento de la informacion, por lo que fue necesario
desarrollar e implementar el sistema de adquisicion de datos, con el objeto de abordar datos
reales y exploratorios.

La matriz de distancias brinda informacion visual en forma general acerca de la relacion de
similitud del conjunto de datos o conjunto de atribuciones, especificamente los grupos
contenidos en el conjunto de datos sin que el especialista en datos esté supervisando cuales son
los grupos k correctos, como se ha visto en los datos de variables termodinamicas y radiacion no

ionizante.
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Recomendaciones
Uno de los principales factores de error este trabajo ha sido el encontrar los bordes
Optimamente sobre los grupos, pues esta informacion no ha sido certera, lo cual requirié

desarrollar el calculo de proximidad al centroide mas cercano
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Figura 70. Factores de error.
Se sugiere abordar la metodologia sobre datos reales en telecomunicaciones, con el objeto de

determinar los factores de impacto en un escenario outdoor o indoor, usando como atribuciones

los angulos azimuth y elevacion, ademas de la métrica Power Delay Profile, pues este tipo de

trabajos han sido ampliamente discutidos en la literatura de agrupamiento de datos.
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Figura 71. Propuesta de agrupamiento en telecomunicaciones.
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Anexo 1. Manual de usuario en GitHub

ClusterCVv2

ClusterCV2 is acomputer vision approach to idenficate spatially data clusters. This was based
on ClusterCV algorithm proposed by Jaimes, Brayan (2017).

Getting Started

ProofingGaussianNormal(n_clusters)

Prerequisites

You'llneed python 3.7.2 or later to run every function included by library. Further, machine
requirements must be satisfied using only ARM 1.2GHz and 1GB of ram memory for Linux
based distributions, and 2.5GHz dual-core and 4GB or RAM memory for Windows.

Functions:

Function Inputs outputs
makeDistancia Data attribution values Affinity or similarity matrix
makeNormalizacao = Real samples values el el cialel el BT R

values
L. Normalized sa}’np—lt?s Data samples filtered under maximum
makeLimiar values and variability variability parameter
thresh P
makeOrdenacao Data samples Hieraro clustering labeling
makeMethodlmg A.ffmltyor sn'mlanty k clusters and labels for every sample
filtered matrix
G ee | D ez New data set without overlap issue and

projected into a new linear space

Installing

Clone this repositryinto your desktop or micro computer.

git clone https: //github. com/Ghiordy/Cluster-CcV2

10f3



Running the tests

Use learning systems based on massive data and simultaneously saving validation results for
each iteration and summarizing it into a confusion matrix plot, silhouette scores, and
comparison outputs vs outputs parameters.

Learning system

This evaluate, test and proof a specific data set, generally supiiied by user, where he doesn't
know nothing about itself.

LearningSystem(dataSet).py

And coding style tests

These tests may generate statistics validation using descriptive tools for cuantitative
variables.

testStatics.ino

Built With

n ClusterCV (https:/github.com/P4yo/Clustercv) — ClusterCV propose based on computer vision.

= Open CV (https:/github.com/opencv/opency) — Computer vision tools for python.

Contributing

Please read CONTRIBUTING.md (https:/github.com/Ghiordy/Cluster-CV2/blob/CONTRIBUTING.md) for
details on our code of conduct, and the process for submitting pull requests to us.

Authors

» Brayan R. Acevedo]. - GitHub (https//github.com/P4yo) = CV
(http://buscatextual.cnpq.br/buscatextual/visualizacv.do?id=K8118317T7)

= Byron Medina Delgado - CV

(http://scienti.colciencias.gov.co:8081/cvlac/visualizador/generarCurriculoCv.do?cod_rh=0000290157)

s GhiordyF. Contreras C. - GitHub (https://github.com/Ghiordy) = CV
(https://scienti.colciencias.gov.co/cvlac/visualizador/generarCurriculoCv.do?cod_rh=0000050476)

See also thelist of contributors (https://github.com/Ghiordy/Cluster-Cv2/contributors) who participated
in this project.

License

2of 3
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This project is licensed under the MIT License - see the LICENSE.md (LICENSE.md) file for details
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Abstract—This work shows a novel application based on
techniques of Computer Vision and Machine Learning to identify
k clusters into a data set with overlapping issue. Used in
area of unsupervised data clustering, where separation between
groups is tricky. Through pair-to-pair distance calculations upon
original data, is gotten a Distances Matrix as representative
information of data. This matrix contains visual information,
then using morphological operators extract relevant features
for individual identification of groups in data set. Next, matrix
decomposition performed to covariance matrix, being calculation
of data elements for each cluster in order to project data into a
new linear space, So, overlapping and separation distances among
clusters are corrected without loss information. Results present
correct identification of % clusters, without loss information, and
eliminating data overlap. Clustering validation metrics such as
Silhouette and Precision was used to test the methodology.

Index Terms—Unsupervised clustering, data overlapping, com-
puter vision, machine learning.

I. INTRODUCTION

Clustering is the process of grouping together similar sam-
ples into distinct partitions, being a common type of unsuper-
vised machine learning and can be useful for summarizing and
aggregating complex multi-dimensional data to make it more
interpretable for analysis [1]-[3], e.g. symptoms suffered by
people with the same disease, when other person come in this
group, that person currently has suffered the same symptoms
referred to whose disease [4]. [5].

The most of real issues isn’t a path to identify labels for
every sample, implicating high computer effort and cost, as
well as there is not prior information about groups in data
set. On other hand, unsupervised clustering has been used
upon data mining with big data content, where data clustering
aims to find the appropriate groups with minimum samples
spread and maximum clusters separation. Generally, a data set
has its samples scattered randomly over linear space, where

978-1-7281-1491-0/19/$31.00 ©2019 IEEE

Belo Horizonte, Brazil
crislcastro@ gmail.com

Belo Horizonte, Brazil
payo@ufmg.br

a sample could stay over other or other samples, limiting
visual identification or recognition for groups, this condition
is currently known as overlapping issue explained separately
in the next section [6], [7]. Clustering may be made using a
similarity criterion for a individual sample respect others into
data set. Where this criterion will give relevant information
about of how a sample relations with other, being applied
this procedural for all samples to obtain samples groups
and their labels [8]. Dependently of approach, literature has
several algorithms for cluster detection, the popular algorithms
are: k-means [9]-[12], fuzzy c-means [6], [13], hierarchical
clustering [14], spectral clustering [15], [16], and others.
Cluster analysis requires similarity metric for identification
and being spatial identification, there are several approaches
where Euclidean, Minkowski, Manhattan, Hamming, and Ma-
halanobis are widely used. For this works is taken Euclidean
Distance Metric (EDM) for similarity samples relations, then
applying morphological operators of computer is obtained
groups and labels. Finally classical eigenvalue descomposition
over covariance matrix to correct overlapping issue and project
over a new linear space.

II. DATA OVERLAPPING ISSUE

Overlapping data has increades interest of researchers dur-
ing last years, due to this kind of data distribution trends to
generate undesirable clusters [7], where many algorithms in
cluster analysis differ in how different groups relate to each
other. Many cluster approach manages partitional approach
where C; Ny, = 0, that is, data samples for different groups
haven’t relationship [17]. Therefore, hierarchical is a special
case used especiallely for data with samples overlapped, being
a sequence of partitions C' = U7, Cj, but these partitions have
relations between them C; N'Cy # 0 (see Fig. 1) allowing
relations in samples from different clusters [18].
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Validate the relation for inter-clusters distances and inter-
samples distances is possible with equation (1) defining the
correct number of clusters such as number of clusters is &, ¢
is a constant defined by i = 1,2,3,...,k — 1, and in the same
way for constant 7 as j =4+ 1,7+ 2, ..., k, data size is N, z;
represent current centroid for each cluster defined as C;.

Data set x.

5.5
5.0 4
4.5 4
4.0
B3

3.5
3.0

2.5

2.0

Fig. 1. Data overlapping for synthetic data set with 0.3 standard deviation
(s4). Red ellipses signs data overlapping inter-clusters, where x; axis is fist
instance for data (1-D), and T axis represent data for second instance (1-D).

III. METHODS AND PROCEDURES

This work has been focused to spatial identification of
data clusters, where scientific literature has the EDM as the
most used metric for similarity between samples into a same
data set. The methodology purposed has two stages: the first
stage find the correct number of clusters (k-clusters) contained
in data set, then split each data group using Computer Vi-
sion Techniques upon distances matrix with relevant visual
information about of samples relations. Second stage is the
linear projection for the k-clusters detected in order to correct
overlapping between clusters, that is, increase inter-clusters
distance when inter-samples distance be reduced until inter-
clusters distance be greater than inter-samples distance.

A. Hdentification of k number of clusters

Initially, data set is uploaded into a variable named x, this
variable is a matrix with a shape of N x £, where N is the data
size and ¢ are the instances for every sample. Next, must be
computed distances matrix pair-to-pair, using EDM as value
for similarity degree into samples defined in equation (2) like:

D(IIIJ) = (2)

where ¢ is length for each sample (instances), thus this
work that value is initially used with £ = 1,2 that is into
2 dimensions (2-D). Distances matrix has visual information
respect to similarity relationship between pair-to-pair samples,
and Fig. 2 shows darkness region as more similarity zones,
otherwise lighter zones as less similarity zone for each sample.
So, for two samples tested matrix will present high values
when its colors differs from black, being black when the

similarity is closest, and due to RGB components are increased
to obtain light colors when similarity is lesser.

).

Fig. 2. Distances matrix defined by equation D.

Fig. 2 also presents five blocks or dark regions over principal
diagonal in matrix, these regions represent high similarity
data into samples for these regions, thus each region must
be divided into k-clusters identified and label each sample
for all samples involved in data set. For it, computer need
recognize like a human using computer vision techniques.
Computer vision analysis is a robust manner to find quickly
clusters highlighted for distances matrix, but is not enough for
correct identification, due to there are several features who can
generate wrong identification like noise. Therefore, distances
matrix is carried out to apply a threshold into [0— 1] scale and
computing standard deviation for all distances matrix’s values
(see Fig. 3). Next, is realized the first threshold using 0.9s, as
limit, whose value was defined experimentally on results with
synthetic data sets and being expressed in equation (3).

L, ag) = { M (g,

Threshold matrix (L(2y,x;)) is saved into a image format
(PNG - Portable Network Graphics) to go to Computer Vision
analysis and operations. Coming, Computer Vision stage starts
with blurring filter, this filter is expressed by equation (4)

1, it M(wxiz;) > 0.9s4

)i Mznag) < 09sg O

“J

First treshold L(x;, x;).

Samples x;.

400 600
samples x;.

200

800

Fig. 3. Distances matrix after first threshold L.
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Fig. 4. Computer Vision analysis over distances threshold matrix L{x;, x;).

scoping to smoothed image reducing texture and homogenize
noise into image.
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Later, image passes for binary threshold filter that facilitate
edge detection or regions with clusters, against is smallest
noise zone or pixels with disliked values, these pixels are
deleted using erode and dilate operators over image with a
kernel matrix such as size is 20 x 20 pixels. Finally to find
contours let’s use Canny and Sobel edge detectors for k-
clusters identification [19]. Fig. 4 has the three main involved
stages for Computer Vision analysis applied with a data set

with 900 samples and two dimensions (2-D).

B. Linear projection into a new linear space

This section aims to a new linear space where data will be
projected in order to correct overlapping inter-clusters, main-
taining all original information. Equation (1) represent a vali-
dation metric, these metric define our procedure to obtain inter-
clusters distances greater than inter-samples distances. But
spread degree isn’t unknown for every cluster into data set, this
value determines how much move data toward their centroid,
being it an overlapping suppression. Thus, a recursive way to
know spread degree is through covariance matrix (2 in equa-
tion (5)) using variance as (”37,- =+ [Ef':l (w; — ‘u)z])
and standard deviation (sg5 = \@) terms, where variance
term defines spread degree of data and standard deviation fed
scattered data measure over 2-D features space [18]. Hence,
covariance matrix summaries all information about of data
spread degree on round axis x; and x;, respectively.

o(zi,x) ] (5)

| oy, a)
== [ alwj, i) olxj.;)
1

Mean value ji, is defined as + E:::l @y, and a similar
way for i, ;. Therefore, Algorithm 1 evidence linear projection
process into data set. Algorithm 1 iterates & number of clusters
detected using Computer Vision analysis from the previous
section, for every clusters is obtained information about its
spread degree and must be analyzed separately through eigen-
vectors and eigen-values.

In algorithm 1 only are required two general procedures to
correct data overlapping, when is knew data spread degree,
being ¢ the multiplicative factor of separation varied by user,
which determines how much the groups will move into from
the initial linear space.

for g; + 1,untilk do
: D, Cin, Cia] + [win, xjp, iday]

I:

2: > Extract data
3: Ek — [Dk,Dz:, C"k, Cn;k:J

; =

(T}k, Ap) ¢ Ep vy = ,\;‘:T}k > Covariance matrix
| sz O _ () — sin(#)
> §= 0 sy k= sin(f)  cos(@) ]
6: procedure TRANSLATION(Dy, R, S)
7 (ZkTﬂ)FT:RS% (D]‘:)
8: Dy Dy +T 4 ¢ diuuer—sﬂmples
9: end procedure
10: procedure REPULSTON(ry,, 1)
11: if 7., # 0 then
12: Ty, & —q % Ty,
13: end if
14: if 7y, # 0 then
15: Ty, $— —Q* Ty,
16: end if
17: Dy« Dyp+r 4 T dinter-clusters
18: end procedure
19: end for

IV. EXPERIMENTAL RESULTS AND DISCUSSION

Aiming to evaluate and review clusterCV2 behavior for
spatial identification and linear projection over data sets with
overlapping issue, was been made two experiments. In the
first experiment was used 5 Gaussian normal distributions
varying overlap level defined by standard deviation into a
range [0.1 — 0.5], where algorithm achieves to detect correctly
k-clusters from a data set, except for sq = 0.5. In case
when s4 = 0.5 the experiment detected correct k-clusters into
several proofs, but the most of tests gives 4 clusters into a
data set, thus for this standard deviation was evaluated for
cases with 4 clusters was detected. Table I show experiment
1 results using the 5 standard deviations such as was evaluate
Silhouette metric as concordance grade and Precision metric
as accuracy metric [20].

TABLE I
EXPERIMENT | FOR 5 GAUSSIAN DISTRIBUTIONS.

Precision k
0.9933 £ 0.0000 | 5
0.9933 + 0.0008 a
0.9914 + 0.0021 a
0.9662 £ 0.0584 | 5
0.4971 £ 0.0015 | 4

Sq Silhouette

0.1 | 0.6904 & 0.0036
0.2 0.5705 +0.0075
0.3 0.4477 +0.0132
0.4 | 0.3091 £+ 0.0225
0.5 | 0.2046 £ 0.0155

With Silhouette metric we can deduce how much con-
cordance presents the labels obtained with Computer Vision
procedures, where the only one information given to this
metric was the labels gotten, data input matrix, and metric
used for similarity relations. For other hand, Precision metric
gives how much similar are the gotten labels respect to the
truth labels, but how to know the truth labels? for it synthetic
data was used to test clusterCV2 behavior, supposing that
every group is generated with its respective labels, later these



groups are concatenated into a singular matrix and finally data
is unsorted randomly to avoid recognition directly from order
in samples.

Then, testing 100 times each case of standard deviation we
can define average metric value and deduce for s4 = 0.5
that precision validation metric is highly affected when isn’t
detected a correct k-clusters contained into data set. Fig. 5
illustrates a proof for a sy = 0.4 in experiment 1, where (a) is
a similarity image as input obtained when euclidean distance
was applied pair-to-pair over all samples contained into data
set, (b) is k-clusters identification based on computer vision
morphological operations, and (c) is linear projection into a
new linear space through principal component of analysis and
covariance tools, eliminating data overlapping as well as inter-
cluster distances was increased when inter-samples distances
was reduced.

the Linear projection was fixed the multiplicative value to
q = 2.4, thus was obtained data without overlapping issue.
Table II show validation measures for standard deviation
between 0.1 and 0.4, for standard deviation equals to 0.5 we
gotten that there isn’t a correct identification of clusters like
experiment 1 proofs. Finally we've added to Table II Post-
silhouette column correspondent a concordance metric applied
after linear projection has been performed, in this column was
improved results due to correlation between metric applied and
cluster obtained.

Distances matrix Dix. ).

1PIREREEE.

identifica-

(a) Similarity matrix. (b) Spatial

tion.

(¢) Linear projection
Fig. 5. Experiment |.

Continuing with experiment 2 we’ve tested using unbal-
anced groups or data set unbalanced. That is, there are clusters
with greater number of samples in a cluster respect of them.
So thus, it’s generated a data set with 900 samples using 2
Gaussian normal distributions, one of them will have 100 sam-
ples and other 800 samples in order to accomplish unbalanced
condition. Fig. 6 shows a similar analysis for unbalanced data
as Fig. 5 except now are 2 Gaussian normal distributions,
such as (a) is image obtained applying pair-to-pair euclidean
distances over all samples, (b) is Computer vision result for
spatial identification, and (c) is linear projection into a new
linear space and overlapping correction with a multiplicative
factor in ¢ = 1.9.

Distances Matrkx Ol ). M Linar spsce

o w0 am o om0 o
n

(a) Similarity matrix. identifica-

(b) Spatial
tion.

(c) Linear projection

Fig. 6. Experiment 2.

For unbalanced data is necessary modify first threshold
to L.5, due to similarity matrix showed in Fig. 6a present
greater noise than experiment 1. Also was tested with threshold
between 1.5 and 2 presenting good performance and achieving
correct identification of k-clusters. In the same experiment

TABLE 1I
EXPERIMENT 2 FOR 2 GAUSSIAN DISTRIBUTIONS WITH DATA
UNBALANCED.

S Silhouette Precision Post-silhouette
0.1 | 0.7992 £0.0059 | 0.9933 4+ 0.0000 | 0.9647 £0.0011
0.2 0.6197 = 0.0138 | 0.9930 + 0.0011 0.9315 + 0.0028
0.3 0.4664 = 0.0239 | 0.9932 + 0.0052 0.8997 + 0.0067
0.4 | 0.3551 £0.0213 | 0.9917 &+ 0.0035 | 0.8689 £ 0.0086

V. CONCLUSION

The purpose of researching has been achieved into the
development for this work through computer vision techniques
and principal component of analysis tools. Distances matrix
gives visual information in general form about of data set
similarity relation, specifically the clusters contained in data
set without data specialist is supervising what it is the correct
k-clusters. Thus, spatial identification through Computer Vi-
sion analysis was robust manner for variations of overlapping
level denoted like standard deviation, making good results
for unsupervised clustering. On other hand, morphological
operators need contours notably defined upon image, raising
level analysis for edge detection and recurring to centroids
values for attribute each of sample located on border zone. Ex-
ecuting the same experiment 1 with fuzzy c-means algorithm
using predefined k-cluster we found that silhouette metric
is approximately 0.1 greater than cluterCV2, but precision
metric decrease until 0.69 when s4 = 0.2 and for s4 = 0.4
precision reaches 0.49, that is, clusterCV2 has more precision
over data with overlapping issue. Also, classical k-means
algorithm was applied over experiment 1 with k-clusters
was predefined too, where precision results are significantly
less than clusterCV2 and silhouette results are greater only
when s; < 0.3. Finally, linear projection achieves correct
overlapping issue over original data set, that is, distances inter-
clusters is greater than distances inter-samples. Future work
must improve Computer Vision analysis and adaptive input
constants like are multiplicative factor ¢ and first threshold
value L.
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Abstract, This work takes thermodynamic modelling through computer science for
incubation process at domestic birds, that has presented energy consumption significantly high
than energy used in processes. Thus, a data analysis was applied upon variables of temperature
and relative humidity for heating zones, trying to know how much energy supplied by source
was used, as well as, voltage and current variables are measured in the same moment that
temperature and relative humidity are acquired. Then, data analysis was done using artificial
neural networks models with samples obtained from sensors, where real process is highly time-
variant, fixing environment conditions at the moment required. Therefore, with this system has
been obtained an air flow of 3.4375 1072 m®/J using a anemometer respect to electrical energy
supplied by fans, giving 9.4818 W of average power using ceramics resistances, and testing an
adaptive controller where its variables are fitted using equations obtained from data analysis. In
contrast, colombian farmers have decreased economic conditions to maintain them productions
due to free trade agreements implemented lastly, indeed this system was developed using open-
source software and hardware to avoid costs in acquisition by licensing politicians or periodic
subscription to a specific product developed by companies.

1. Introduction

Thermodynamic systems have a process that include time-variant heating changes dependently
from environment coordinate at the moment [1], theory’s equations give a general description
for physics phenomena, where the most have assumptions or only was designed for a specific
number of variables, with static behavior over time [2]. Real process are highly time-variant, for
it is known like dynamic process, and its behavior dependent of targeted variables.

Actually exists massive sensors in commercial market to all type of physics variable and
counting with easy connection to digital systems like microcontrollers, microprocessors, digital
signal processors (DSPs), and others [3,4]. Through these sensors can obtain data and manage
itself using computers with math operations, where data is so important to know how a system
changes over time for its featuring, managing, viewing or only understanding what happen with
itself [5,6]. For it, in section 2 will be present a general review of procedures to understanding
a thermodynamic system as the incubation is; section 3 shows 3 experiments used to analyze

Cnmenl from this work may be used under the terms of the Creative Commons Attribution 3.0 licence. Any further distribution
BY of this work must maintain attribution to the author(sy and the title of the work, journal citation and DOIL.

Published under licence by TOP Publishing Ltd 1

134



5th IMRMPT IOP Publishing

Journal of Physics: Conference Series 1386(2019) 012070  doi:10.1088/1742-6596/1386/1/012070

data in thermodynamic system using data-logger, and finally section concluded the experimental
results based in statistics metrics gotten for each experiment.

On other hand, Colombia’s agriculture is a vulnerable economic sector for who was presented
this researching, giving a approach of data analysis in birds’ incubation systems, or similar
production methods, aiming to improve techniques in industrial businesses with emerging tools
like machine learning and computer science. Indeed, materials field involves engineering tools
to solve problems related to measuring or featuring systems as much as materials and growing
up the methods to study physics processes.

2. Methods and materials

The methodology was divided in forth parts: Design of the prototypes for testers and
experiments, where the main issue is make simple as so as be possible; the second part aims to
validate data-logger process, using experiments and birds’ incubation system; the third part we
introduce a controller to the system in order to manage automatically coordinates; and the last
part take off data to a analysis into deep learning technique named artificial neural networks

(ANN).

2.1. Design and requirements

Focusing to obtain a data analysis of values obtained from sensors installed in a thermodynamic
system, thus the framework [7] gives arduino open-source hardware and software as an embedded
system at several applications due to three main features:

e Doesn’t require external manage to manipulate its behavior or main functions.
e Work in real-time where measurements are done with a sampling time (T}).

e Includes computational intelligence, that is, the machine takes a decision when an event
has occurred.

An embedded system must have the following main facts: reliability, maintainability, and
availability such as are implemented for data-logger into code structure, using the paradigm of
object-oriented programming and the code is released on electronic repository under open-source
Massachusetts Institute of Technology (MIT) license, allowing public use and implementation of
the system or modification for specific application or variable, under conditions that there isn’t
legacy warranty of the system or liability.

Figure 1 shows flow chart for data-logger, since system with temperature and relative
humidity (RH) coordinates measured with sensors at the same time that voltage and current
are recorded, this information go to board connected with Atmega328 through serial digital
communications protocol, where also are connected a panel and micro secure digital (microSD)
card memory, finally a serial to USB protocol is used as external monitor for data-acquisition
in real-time.

The atmega328 microcontroller process information obtained to carry out data to microSD
card memory, this saves the information obtained using comma-separated values (CSV) format
with notepad file. On other hand, the panel mentioned previously has the following options:

(i) New file: Close the current file and create a new file using Electrically Erasable
Programmable Read-Only Memory (EEPROM) data where will be information about what
number is counted until this moment (maximum 255 files).

(ii) Reboot system: Allows overwrite all files saved since log 00 until 254. This action is not

recommended when information wasn’t saved previously, only is added in case that system
has been collapsed by wrong data flow.
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Figure 1. Data flow from thermodynamic system to micro SD
storage using atmega328 incorporated on Arduino Board.

2.2. Laboratory proofs

In laboratory proofs has been necessary define which thermodynamic system will test the data-
logger behavior [2], for it we've been proposed an incubator system as part of our research,
using a system with ceramics resistors, these resistors are known for heating process, because
temperature value doesn’t affect resistance value significantly [8]. On other hand, was required
to define ventilation conditions to the incubator system using the most optimized fan [2], to
reduce loss of energy unnecessary at secondary, to determine that device, we evaluate volumetric
flow rate describe in Equation (1) using 5 fans with 6 cm of ratio which are implemented in
the incubation system to measure air flow velocity with and anemometer, and their energy
consumption with measurements of currents supplied when are 12 V in their input.

dV
Q=E=“*A (1)

Table 1 shows the 5 fans used with their respective model in industry, flow velocity rate,
current consumption, volumetric flow rate computed with Equation (1), and d@/dP relationship
in m®/.J that represent the level of energy transferred to move a volume.

Being the fan number 1 was selected to the incubation system due to its grades obtained,
nevertheless errors’ values defined as 1% for anemometer and 4% for ammeter didn’t impact to
the selection due to computing process were reducing values.

Table 1. Results of test for ventilation conditions.

dQ

No. Model Speed (m/s) Current (A) Q (m?/s) P (10~ 2m3 /1)
1 Artic PWM PST  3.50+ 1% 0.096 £4%  0.0396 £ 1% 3.4375£0.1719
2 Artic Silent 2.00+ 1% 0.060 +4%  0.0226 + 1% 3.1389 + 0.1569
3 BOK BDH1202SS 4.20+ 1% 0.220 £4%  0.0475 £ 1% 1.7992 £ 0.0900
4 Car Fan 12V 3.00+ 1% 0110 +4%  0.0339+ 1% 2.5682 +0.1284
] SXD8025S12M 3.00+ 1% 0.230 +4%  0.0339 + 1% 1.2283 + 0.0614

2.3. On-off adaptive-predictive controller

The on-off adaptive-predictive controller (OOAPC) is a device that allows manage antomatically
the input source using conditions desired of temperature, only require two fixed temperatures to
connect or disconnect source for heating system, is submitted to characterize system behavior
with a certain action of control is applied over thermodynamic system. OOAPC predicts the

136



5th IMRMPT IOP Publishing

Journal of Physics: Conference Series 1386(2019) 012070  doi:10.1088/1742-6596/1386/1/012070

temperature that system is going to reach in a determined time of inertia defined as a; = 60
seconds for this case, this value is multiplied with temperature gradient dT/dt to get temperature
step and previous temperature is added giving a result for prediction described in Equation (2).

dr’
P(t«l»ﬂ:j): CLJ'EJFT“_Q (2)

To compute gradient is enough take n number of samples of the sensors measurements and
obtain mean value over time spent to the sampling procedure as is showed in Equation (3).

dT 1 <
E=11*TS§E (3)

With this prediction value, the controller turn off an electromagnetic relay (ER) to supply
energy towards the heating resistor connected at normally closed port of the ER when
temperature is 37.0 °C or less; controller turn on the ER when temperature of prediction is
37.5 °C or greater, these two actions are made with assumption of a inertial time fixed by a;.

2.4. Artificial neural networks modeling

ANNs is a technique of deep learning into a machine learning area included in artificial
intelligence science, that allows us to learn about of one system from its data when input
and output is known [9]. In literature has been found a relationship between temperature and
humidity, defined experimentally as inverse [5,10-12], that is a tricky trouble into a heating
interchange systems and model of this phenomenon is uncertain. Thus, ANN is applied over
data recorded using data-logger to emulate system in order to obtain more information about
this case and how it’s modelled [2], using 10% of samples to train and 90% of samples to test
two models of ANNs which are presented in next sections.

2.4.1. Single neuron-layer model. Is a model with a single dense neuron unit into a one layer
that is similar to linear regression model where the neuron weight (w) is the slope and neuron
bias () is the intersection in dependent axis like is described in Equation (4).

y=w+T+b (4)

The data input (z) is T as the temperature and the output (y) is RH as the relative humidity,
obtaining a model RH(T'), also a T(RH) model is considered to analyze.

2.4.2. Multiple neurons model. The another model consists in six neurons distributed uniformly
at two hidden layers, that is a approach that system isn’t linearly fitted as is presented in Figure
2, where hidden layers contains neurons ag, a1, a2 and bg, by, b2 for hidden layer 1 and hidden
layer 2, respectively.

Figure 2. ANN dense with six
neurons in two hidden-layers for
one input and one output neurons.

That neurons units are dense type of neurons, as well as input layer and output layer have
singles neurons defined as x1 and y1, respectively. The model for multiple is very complex in
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comparison with single neuron-layer model (SNLM), due to how its weights and bias are related.
Literature has the assumption that this tvpe of models require much data due to great quantity
of variables or change the training mode in order to improve as fast as be possible [13].

3. Experimental results

Three experiments was made to validate our system, where the first consist in the varying of the
voltage value for input supply to the heating system. second experiment implements QOAPC
and two fixed values in thresh starting in a low temperature environment (transient state), and in

the third experiment OOAPC remains under steady state conditions with a closest temperature
to the desired value.

3.1. Experiment number 1

Starting experiment sessions, the system was undergoing to conditioner air flow of 18.0 °C until
reach 25.0 °C in the system, these air flow remains during all time that experiment spent. In
Figure 3 is showed the temperature and RH curves when input voltage is manually varied from
2V to 12 V in steps of 2 V as is presented in curves of Figure 4, this task is repeated 3 times
over 30 minutes of execution. Red curve is the temperature on heating source and cyan curve
correspond to its RH, orange curve is the temperature at load zone and blue curve its RH. In
another plot green curve is voltage in electrical energy source to run all devices included in the
system, while purple curve is the current consumed, this curves have critical behaviors for source
zone but load trends to linear behavior and soft manipulation, when energy supply seems has
problems with maximum voltage.
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Figure 3. Temperature and RH curves at
supply zone and load zone for experiment 1.

Figure 4. Voltage and current curves at
energy supply for experiment 1.

The next has been apply the neural networks models SNLM and multiple neurons model
(MNM) using 695 samples to train and 6257 samples to test both models, the training is done
using mean squared error (MSE) with Adam Optimizer fixed in 0.1 through 500 epochs, giving
the linear Equation RH(T) = —0.9066 = T' + 83.9731, where temperature is in Celsins degrees
and RH is % units, this linear Equation is obtained from SNLM model that reaches 1.9163 of
MSE and 1.1389 of mean absolute error (MAE). The MNM model improved grades respect to
SNLM obtaining 1.8397 of MSE and 1.0961 of MAE.

2.2. Experiment number 2

Second experiment implements OOAPC device with its measuring point located in load zone,
source zone doesn’'t represent a reliable place to set temperature desired. How was looked at
experiment 1, colors in curves represent the same variables, but is evident a trending to a defined
value for Figure 5 in temperature values, remaining softest to load zone and some variant for
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source zone while RH curves have similar inverse behavior. In the Figure 6 current a voltage
have a mid-point until desired temperature is near, when these event occurs, curves trends to
oscillate creating a quasi-periodic signal to establish the desired temperature.
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Figure 5. Temperature and RH curves at
supply zone and load zone for experiment 2.
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Figure 6. Voltage and current curves at
energy supply for experiment 2.

For this experiment, data analysis using ANN models gives the SNLM model better than
MNM model due to the metrics applied, MSE for SNLM was 2.2857 when MNM gave 5.1834
and MAE was 1.2820 for SNLM and 1.9001 for MNM, that is, SNLM model is almost 44.10%
more accuracy than MNM model for transient state. Nevertheless this experiment used only
838 samples to train and 7551 to test giving a linear regression model described in Equation (5)
and using the same parameters for training mentioned in the experiment 1.

RH(T) = —2.5105 + T + 125.2680 (5)

3.3. Experiment number 3

This experiment aims to steady state behavior, when desired temperature has been reached by
OOAPC and the importance is find how much varies its values like Figure 7 where has been
seen a quasi-static RH and temperature trending to mid-point as much as the time pass, getting
a quasi-periodic signal in Figure 8 to maintain the desired conditions.
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Figure 7. Temperature and RH curves at
supply zone and load zone for experiment 3.

Figure 8. Voltage and current curves at
energy supply for experiment 3.

Finally, for steady state was used 108 samples to train and 980 samples to test remaining the
training parameters from the previous experiments, but the metrics was significantly reduced
for both models, where MSE gave 0.2661 for SNLM model and 0.6111 for MNM model, MAE
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gave 0.4661 for SNLM model and 0.0196 for MNM model. Indeed, SNLM model remains as
the better model for two or three experiments, denoting what OOAPC controller may be the
difference for these results, trending the system to a linear regression such as for this case
isRH(T) = 0.7192 = T 4 0.7029, this Equation is very different respect to Equations (?77) and
(5), in this experiment RH didn’t vary notably that can generate this great difference and giving
a uncertain hypothesis about of temperature and RH are related.

4. Discussion

The data-logger system is robust and embedded device to acquire data from real environment
in order to process that data using open-source computational tools like jupyter notebook,
RStudio or Spyder [5]. Real systems must be delimited before laboratory proofs, this gives initial
conditions to improve results and make it more comparable with another works in literature
likes [3,6,14]. Sensors cannot read in real-time, they ever delay a defined time to acquire and
process the values obtained, for it is necessary assume predictions over them, that can make
more adaptive for time-variant systems with certain parameter of setting for its adaptability
supported on data sheets’ parameters like sampling frequency or sensibility. Data analysis using
ANN tools got interesting results, where in three different environments SNLM and MNM models
responded with high accuracy using a relation 1:9 for cross validation, that is, SNLM and MNM
are models optimal for time-variant systems as was purposed by [2].

5. Conclusion

With the results of experiment 1, was obtained a average power value in 10.9681 W for 1570
seconds spent such as the energy consumption was 17.210 K.J when energy supply is manually
varied, implicating high variant behaviour for the system and requiring MNM to improve
accuracy in its modelling. With the results of experiment 2 was obtained a average power
value in 9.7136 W for 1918 seconds spent such as the energy consumption was 18.630 KJ when
energy supply is in transient state using QOOAPC controller. With the results of experiment
3 was obtained a average power value in 9.4818 W for 250 seconds spent such as the energy
consumption was 2.370 KJ when energy supply is in steady state using OOAPC controller.
Both experiment 2 and 3 demonstrate high performance for OOAPC when it optimizes energy
consumption while systems trend to linear model or SNLM was a near representation for itself.
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Justificacion de tematica: Este proyecto esta enmarcado en el topico de tecnologias 4.0 debido a
que su proposito principal es predecir los niveles de contaminacion electromagnética usando como
herramientas los datos geo referenciados de una campafia de medicion, un aplicativo web para
dispositivos moviles y de escritorio, y finalmente una técnica de interpolacion basada en el inverso
de la distancia ponderada. El producto final del trabajo es un sistema de informacion, donde se
almacenan los datos de la campafia y se realizan las predicciones a partir de estos, ademas de
plasmar la informacién en mapa de calor sobre el mapa de Google.

RESUMEN: Este trabajo presenta el desarrollo de un aplicativo web y mévil, la cual predice el nivel
de contaminacion electromagnética (CE) basado en una campaiia de medidas fomadas en el
campus universitario de la Universidad Francisco de Paula Santander (UFPS) utilizando la
plataforma de Google Maps y la interpolacion con la distancia inversa interpolada (IDW),
permitiendo a la comunidad cucutefia disponer de los valores de CE a los que estan expuestos y las
recomendaciones de la Unién internacional en Telecomunicaciones (UIT) que deben asumirse para
proteger la salud de las personas expuestas. Con esto, el campus UFPS esta libre de CE.

INTRODUCCION: El auge de la industria electronica y los avances cientificos de los ultimos afios,
han generado importantes cambios en la vida humana y en todos los campos del conocimiento, la
produccion masiva de dispositivos electrénicos responde al ritmo de consumo de los usuarios, hoy
en dia se encuentran dispositivos electronicos en todas partes, su uso se ha extendido desde los
sistemas de control procesos industriales y cientificos hasta la aplicacién de Internet de las Cosas
en los hogares de centros urbanos, en las que predominan los dispositivos de comunicacion
inalambrica. Dado que los dispositivos electronicos producen un campo eléctrico a su alrededor, ha
surgido preocupacion sobre el impacto que dicho campo eléctrico pueda causar sobre el cuerpo
humano y se ha concebido el concepto de contaminacion electromagnética dentro de la
contaminacién ambiental (Sahin, 2014). A Nivel internacional La Comisién Intemacional para la
Proteccion de la Energia No lonizante (ICNIRP) establecio limites seguros de exposicién a la
radiacién electromagnética no ionizante (RNI), los cuales son adoptados por La Union Internacional
de Telecomunicaciones (UIT), bajo la recomendacién UIT-T K.52, la cual fue adecuada por el
gobiemo de Colombia en el Decreto 195 de 2005 como norma de cumplimiento nacional
(Rodriguez, 2010). Con el objeto de verificar el cumplimiento de la recomendacion internacional
UIT-T K.52 en el campus de la sede central de la Universidad Francisco de Paula Santander
(UFPS), se realizé una campafia de medicion de campos electromagnéticos, con el propésito de
conocer y cuantificar los niveles campos electromagnéticos (CEM) existentes. Donde los resultados,
son expuestos en una aplicacion web que contiene un mapa de calor geografico de Google Maps,
permitiendo a la comunidad verificar los niveles de contaminacion electromagnética de forma clara y
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concisa, a los que se estéd expuesta.

DESCRIPCION DEL PROBLEMA: La falta de claridad y/o el desconocimiento de la poblacién
acerca de los CEM vy sus posibles efectos en la salud, ha generado gran preocupacién entre las
personas debido al avance tecnolégico en comunicaciones inaldmbricas, el incremento de su
infraestructura y la correspondiente asignacion de frecuencias en bandas superiores a las utilizadas
actualmente por los prestadores de servicio de telecomunicaciones, exigiendo a estas empresas el
despliegue de muchos transmisores localizados en distancias cortas que pueden elevar el nivel de
radiacion presente en el ambiente, causando conflictos entre la comunidad y las empresas
prestadoras de los servicios de comunicaciones inaldmbricas y energia eléctrica.

OBJETIVOS:
OBJETIVO GENERAL
Predecir los niveles de contaminacién electromagnética utilizando Google Maps y técnicas de
interpolacion sobre medidas.
OBJETIVOS ESPECIFICOS
* Realizar campafia de medidas de radiacidn del campo electromagnético geo referenciadas
dentro del campus de la Universidad Francisco de Paula Santander.
e Seleccionar y Aplicar una técnica de interpolacion para la prediccion de niveles de campo
electromagnético basado en medidas.
e Disefiar una aplicacion que permita el almacenamiento y la visualizacién de los niveles de
contaminacion a través de un mapa digital de Google Maps.

METODOLOGIA: Desde su planteamiento se establecieron tres objetivos e en conjunto conforman el eje
sobre el cual se ha desarrollado el trabajo. Para ellos, se establecié una metodologia secuencial, donde cada
objetivo soporta una serie de actividades. Inicialmente se realizd la campafia de medicion en banda ancha
(100 kHz — 3 GHz) siguiendo la recomendacién UIT.T K83. Para la medicién de la banda ancha, el Grupo de
Investigacion y Desarrollo en Electronica y Telecomunicaciones (GIDET) de la UFPS, proporciond los
siguientes componentes: Sonda de banda ancha (sonda WPF3), Instrumento de medicion (Medidor de
campo electromagnético SMP2) y Soporte no reflectante (Tripode de madera).

Posteriormente de tener una base sélida de valores almacenados, es posible utilizarla como referencia para
interpolar los resultados, y poder estimar el valor medido para un punto arbitrario, de esta manera, es posible
mostrar al usuario el estimado de cualquier punto que él mismo seleccione en el mapa de calor dejado en el
aplicativo web y mdvil. Dado que el trabajo actual se realiza sobre un espacio geografico establecido en un
mapa, se tienen en cuenta métodos de interpolacidn que se ajustan a una medicién terrestre. Por eso, se
analizaron los principales métodos de interpolacién que se utilizan en sistemas de informacién geografico,
entre esos métodos hay algunos probabilisticos como Kriging, y otros deterministicos como la distancia
inversa ponderada (IDW).

Ademas de la metodologia en la adquisicion de los datos y su posterior prediccion para ubicaciones sin
medicion, es necesario definir también una metodologia de desarrollo de software que se adapte a las
necesidades del trabajo. En general, se considerd construir la aplicacion progresivamente, usando las fases
de: disefio, desarrollo, pruebas y entrega; generando pequefias iteraciones en cada una, de las cuales se
desarrollan nuevas funcionalidades, que son disefiadas en base a requerimientos técnicos-funcionales y
sometidas a pruebas antes de pasar a la fase de entrega al publico.

RESULTADOS: El objetivo general de este frabajo es predecir los niveles de contaminacion

electromagnética utilizando Google Maps, y como parte del proceso se han obtenido seis resultados

asociados a la prediccion de dicha contaminacion que pueden enmarcarse en:

e La campafia de mediciones de campo electromagnético en el campus de la UFPS donde se
realizaron 244 mediciones, con el propésito de conocer y cuanfificar los niveles campos
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electromagnéticos existentes. La campafia de medicién se desarrolld para la medicién de la
banda ancha comprendida entre las frecuencias de 100 kHz - 3 GHz, siguiendo la
recomendacion UIT.T K83.

e Los niveles de exposicion a campos electromagnéticos, en el cual, el valor maximo medido fue
inferior a los limites maximos de exposicion, en un valor del 96.5% para la zona del Campus
UFPS.

e La aplicacion web con acceso publico, dejada a disposicién de la regidn para la visualizacion y
verificacién de los niveles de contaminacién electromagnética, donde adicionalmente es un
soporte para nuevas campafias de mediciones sobre la radiacion no ionizante en la ciudad de
San Jose de Cucuta.

e |a base de datos que almacena toda la informacion, insumo fundamental para el debido
funcionamiento de la aplicacion; la aplicacidn web, a través de la cual cualquier usuario puede
acceder y verificar los niveles de contaminacion electromagnética de forma clara y concisa, a
los que se esta expuesta, incluye graficos que permiten visualizar el comportamiento de cada
una de las mediciones realizadas, comparandolo con el limite maximo permitido en Colombia.

e Elmapa de calor geogréafico de Google Maps, contenido en la aplicacién web, donde los valores
tomados para una variable en un mapa de dos dimensiones son representados como colores
en una escala, que en Ultima instancia es el punto de acceso a la visualizacidn de los niveles de
contaminacion electromagnética.

e Lainterpolacion de las mediciones a través de la téenica IDW, gracias a la cual se predice el
valor del campo electromagnético en cualquier ofro punto en el campus que el usuario desee e
indique

e Documentacién de la aplicacion, correspondiente a todo el contenido documental técnico del
software, manuales, ficha técnica, entre otros, permitiendo una mayor claridad de su
funcionamiento y construccion, de manera de que sea replicable y factible para futuras
implementaciones en ofros trabajos.

CAMPO DE APLICACION:
e Sistemas de Comunicaciones que usen el espectro electromagnético.
e Técnicas de prediccidn para mediciones geo referenciadas.
e Analisis de radiacion elecromagnética en medios isotrépicos.
e Salud en éreas sometidas a dosis considerables de radiacion no ionizante.

CONCLUSIONES: El desarrollo de este trabajo ha permitido conocer a profundidad los niveles de
contaminacién electromagnética, medidos en banda ancha en el campus de la Universidad
Francisco de Paula Santander. A raiz de estas mediciones, ha sido posible concluir que el valor
maximo medido de RNI fue inferior a los limites maximos de exposicién, en un valor del 96.5% por
fuera de la zona ocupacional en donde estan emplazados los fransmisores, reglamentado en el
decreto 195 del MITIC y por la UIT en la recomendacion internacional UIT-T K.52. Las zonas con
mayor valor medido de RNI se encuentra en: la cancha de césped de futbol de la UFPS
(7.89949588N, -72.48747106W), con un valor medido de 0.9851 Vim y alrededor del edificio “La
casona” (7.895894N, -72.488224W) con un valor medido de 0.9494 V/m. Cabe resaltar que estos
valores se encuenfran por debajo del limite maximo establecido y no presenta riesgo alguno para la
comunidad. El 73.77% de los valores medidos de campo eléctrico en el campus de la UFPS se
encuentran entre los rangos de 0.2473 V/m a 0.4603 V/m. asi mismo, solamente el 2.86% de los
valores medidos de campo eléctrico se encuentran entre los rangos de 0.6733 V/im a 1 V/m. Por lo
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que el valor promedio de RNI medido en toda la UFPS fue inferior un 98.6% del limite maximo
establecido, con lo cual se puede deducir que no hay contaminacién electromagnética significativa
en el campus de la UFPS. Una mayor cantidad de puntos de entrada considerados para la
implementacion de los métodos de interpolacion no mejora la precision. Es decir, los valores de
campo eléctrico que estan mas cercanos de la ubicacion de donde se realiza |a prediccion tienen
mayor correlacién espacial. Por este motivo, se llevé a cabo la interpolacion con los 10 valores de
campo eléctrico més cercano obteniendo asi un minimo error promedio (0.0587452 V/m) que
tomando una mayor cantidad de valores cercanos. De los modelos de interpolacién analizados el
que permitio la mejor prediccion de los valores de campo eléctrico, obtuvo un menor tiempo de
procesamiento y contdé con un menor error promedio respecto a los valores medidos con los 10
valores de campo eléctrico mas cercano, fue el método de interpolacion por el inverso de la
distancia (IDW) con un error promedio del 0.0587452 V/m, en comparacién con los modelos
matematicos del método de interpolacion Kriging, para el modelo de Kriging lineal (0.077881893
Vim), el modelo de Kriging esférico (0.066242387 V/m), el modelo de Kriging exponencial
(0.076292593 V/m) y el modelo de Kriging gaussiano (0.076292593 V/m).
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